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Resumen

Este Trabajo Final de Master (TFM) estd enmarcado en el uso de algoritmos de Machine
Learning (ML) con el objetivo de disefiar diferentes modelos que sean capaces de hacer
predicciones de diferentes variables clinicas, patoldgicas e inmunologicas asociadas a la

presencia de cancer de mama.

Inicialmente, se hace un estudio en la literatura cientifica de los diferentes tipos de
algoritmos de ML, asi como si se puede seleccionar de un determinado dataset las variables
mas representativas para hacer una prediccion. También se estudia como se evaluan los
modelos de ML que, dependiendo si se estd tratando un problema de clasificacion o de

regresion, hacen uso de unas métricas u otras.

Seguidamente se ha hecho un analisis de los estudios clinicos de cancer con el objetivo
de entender la base de datos (BBDD) con la que se decidi6 trabajar. Asimismo, se analizaron
los estudios estadisticos que se habian hecho con la misma BBDD y con la que se iba a

comparar los resultados obtenidos del area bajo la curva, especificidad y sensibilidad.

Finalmente, se decidio el marco de trabajo y la metodologia que se iba a seguir para la
realizacion de los experimentos con ML. Se realizaron experimentos de ML supervisado de
clasificacion con el objetivo de predecir si en los ganglios linfaticos axilares (en inglés, Axillary
lymph node, ALN) eran con metastasis (ALN") o sin ella (ALN"). El ultimo experimento
predice del subtipo de cancer: (en inglés, Triple-Negative Breast Cancer (TNBC) y Luminal
A).

Palabras claves: cancer de mama, aprendizaje automatico, aprendizaje supervisado,
clasificacion, regresion, modelos de aprendizaje automatico, k-NN, SVM, arboles de decision,

seleccidn de caracteristicas.






Abstract

This work is framed in the use of Machine Learning (ML) algorithms with the aim of
designing different models that can make predictions of different clinical, pathological and

immunological variables associated with the presence of breast cancer.

Initially, a study was made in the scientific literature about the different types of ML,
algorithms, as well as how the most representative variables can be selected from a dataset to
make a prediction. The evaluation of machine learning (ML) models and the metrics used for

classification and regression problems were also studied.

Next, an analysis of clinical cancer studies was carried out to understand the database
(DB) with which we were going to work. We also analysed statistical studies carried out using
the same database to compare results for the area under the curve, as well as specificity and

sensitivity.

Then, the framework and methodology to be followed for the ML experiments was
decided. Finally, supervised ML classification experiments were performed with the aim of
predicting whether axillary lymph nodes (ALNs) were metastatic (ALN™) or non-metastatic
(ALN"). The last experiment predicts cancer subtypes (Triple-Negative Breast Cancer (TNBC)
and Luminal A).

Keywords: breast cancer, machine learning, supervised learning, classification,

regression, machine learning models, k-NN, SVM, decision trees, feature selection
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Capitulo 1. Introduccion

En este capitulo se presentan las principales motivaciones para la realizacion de este
Trabajo Fin de Master (TFM). Para ello se introduce el cancer de mama y un resumen de las
principales proteinas que se examinan para saber a qué tipo de cancer se enfrenta un paciente. Se
habla del papel de la Inteligencia Artificial desde sus inicios y como ha evolucionado en las
investigaciones mediante diferentes técnicas y la importancia de la estadistica en este campo. Se
presenta el flujo de diseiio que se ha propuesto, asi como los objetivos de este TFM y se termina

explicando la estructura de este documento.

El cancer de mama o seno [1] se puede desarrollar tanto en mujeres como en hombres siendo
mas habitual en el género femenino. Esta enfermedad consiste en el incremento incontrolado y
acelerado de las células del tejido glandular. En la Figura 1 se puede observar la anatomia de la
mama femenina que esta formada por diferentes 16bulos, y cada uno de estos se dividen en lobulillos
que poseen unas glandulas que son las encargadas de fabricar la leche durante la lactancia. La leche
materna llega el pezon a través de los conductos. Asimismo, en la mama hay tejido graso y unos
vasos linfaticos que estan conectados con los ganglios linfaticos' siendo estos los encargados de la

proteccion, es decir, atrapan células tumorales, bacterias y otras sustancias nocivas.

! Los ganglios linfaticos se encuentran por todo el cuerpo. Asimismo, el drenaje linfatico de las mamas se

produce fundamentalmente en los ganglios linfaticos axilares.
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Figura 1. Anatomia de la mama femenina [2].

Se puede diagnosticar diferentes tipos de cancer de mama dependiendo de la zona en la que

se desarrolle, el tamafio que tenga o si se ha extendido a otras zonas. Por tanto, el cancer de mama

puede ser invasivo, no invasivo o tumores filoides cancerosos.

El cancer de mama no invasivo [3], también conocido como carcinoma in sifu, se€ encuentra

dentro de los conductos o en los lobulillos, ademads, no ha crecido hacia los tejidos de la mama o

mas alld de ésta. Existen diversas técnicas para el analisis del tumor [4] como pueden ser:

e Examinar los ganglios linfaticos para ver si han sido afectados debido que a mayor

nimero de ganglios afectados es mas alto el riesgo de recaida.

e FEl andlisis de las células del tumor para ver la presencia de las hormonas estrogenos y la

progesterona, ya que los pacientes que tienen estas hormonas responden mejor a la

terapia hormonal. Por otro lado, se examinan las siguientes proteinas:

o HER-2 (receptor 2 del factor de crecimiento epidérmico humano) que interviene

en el crecimiento de las células y en los tumores de mama donde presenta una

concentracion mayor.

o Ki 67 se encuentra en el nucleo de las células cuando se dividen y es la encargada

de determinar el indice de proliferacion. Asimismo, los tumores con indices

superiores a 14 % tienen peor prondstico.

Estas técnicas permiten clasificar las moléculas del cancer de mama para la evaluacion de la

recaida en cuatros tipos: Luminal A, Luminal B (puede ser HER-2 negativo o HER-2 positivo),

HER-2 y basal-like [5]. Las principales caracteristicas de estos tipos son:
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e Los tumores luminales tienen receptores hormonales positivos (estrogenos y/o
progesterona).

e El subtipo HER-2 enriquecido se caracteriza por la sobreexpresion o amplificacion del
gen HER-2.

e Los basal-like o cancer de mama triples negativos (¢riple-negative breast cancer, TNBC)
no expresan ni receptores hormonales ni HER-2.

e El subtipo Luminal A es el de mejor pronostico y el TNBC el de peor prondstico debido

a la falta de dianas terapéuticas? claras y su tendencia a ser mas agresivo.

1.1. Perspectivas de la investigacion sanitaria en cancer de mama

El cancer de mama representa uno de los mayores retos en la salud a nivel mundial, no solo
por su alta tasa de incidencia y mortalidad, sino también por su efecto multidimensional en la calidad
de vida de quienes lo padecen. Por ello, es relevante analizar la literatura cientifica en este dmbito
para entender los avances que se han logrado y que continuan desarrollandose en la optimizacion

de las técnicas de diagnostico, asi como en la elaboracion de tratamientos dirigidos y personalizados.

El estudio [6] revisa el cancer de mama, abordando su epidemiologia, factores de riesgo,
clasificacion de los subtipos moleculares, marcadores prondsticos y estrategias de tratamientos
actuales. Este trabajo muestra como la identificacion de subtipos moleculares, como Luminal A,
Luminal B, HER2 (enriched y basal-like), ha transformado el enfoque clinico, permitiendo una
estratificacion mas precisa del prondstico y la seleccion de terapias personalizadas que se ajustan a
las caracteristicas bioldgicas de cada tumor. Ademas, la incorporaciéon de biomarcadores en la
estadificacion del cancer (se refiere a la extension del cancer, como el tamafio del tumor y si el

cancer se disemind [7]), como se indica en la actualizacion de la 8* edicion del TNM?, ha mejorado

2 Dianas terapéuticas: en el tratamiento del cancer de mama, los/as médicos/as buscan objetivos especificos en
las células cancerosas que pueden ser atacados con medicamentos para combatir la enfermedad de manera mas efectiva.
Estos objetivos se conocen como "dianas terapéuticas". Sin embargo, algunos tipos de cancer de mama, como el triple
negativo, no presentan estas "dianas terapéuticas" claras por lo que no hay una forma directa de dirigir y tratar estas

células cancerigenas con los medicamentos disponibles.

3 TNM: las letras corresponden a los términos en inglés: tumor (T), node (N) y metastasis (M). Donde la T
indica el tamaifio y la extension del tumor; la N indica el nimero de ganglios linfaticos cercanos que son cancerosos; y

la M indica la presencia de metastasis [7].
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notablemente la prediccion del comportamiento de la enfermedad y la toma de decisiones en el

manejo terapéutico.

Por otro lado, la revision subraya la relevancia de un enfoque multidisciplinario en la
investigacion del cancer de mama, recopilando informacion que abarca desde los mecanismos
hormonales y genéticos hasta las estrategias terapéuticas que incluyen cirugia, radioterapia,
quimioterapia, terapias hormonales y bioldgicas. Esto muestra como ha evolucionado historica y
cientificamente el campo, ademads de ofrecer una guia para futuras lineas de investigacion al sefialar

areas donde se puede mejorar y desarrollar en la practica clinica.

En el articulo [8] los autores exploran las conexiones entre el cribado mamografico, el
tratamiento del cancer de mama en etapas I a Il y el tratamiento del cancer de mama metastasico,
y como estos factores han influido en la reduccién de la mortalidad por cancer de mama en Estados
Unidos durante el periodo de 1975 a 2019. Para llevar a cabo su investigacion, utilizaron datos de
estudios observacionales y ensayos clinicos, analizando cuatro modelos de simulacion (Cancer
Intervention and Surveillance Modeling Network, CISNET) que permiten estimar el impacto de
cada intervencion. Los resultados revelan que, en 2019, se logré una disminucion del 58% en la
mortalidad ajustada por edad en comparacion con lo que se habria esperado sin ninguna
intervencion, pasando de 64 a 27 muertes por cada 100.000 mujeres. Aproximadamente el 47% de
esta reduccion se atribuye al tratamiento del cancer en etapas I a 111, el 29% al tratamiento del cancer
metastasico y el 25% al cribado. Ademas, el estudio resalta que la supervivencia después de una
recurrencia metastasica ha mejorado notablemente, especialmente en los subtipos que son positivos

para receptores hormonales y HER2.

En el siguiente estudio [9] se presenta una revision completa y un analisis detallado sobre
los avances en la deteccion y clasificacion del cancer de mama utilizando técnicas de Machine
Learning (ML), basado en investigaciones realizadas entre 2018 y 2024. En este estudio, se han
evaluado diversos modelos y métricas de rendimiento a partir de conjunto de datos reconocidos,
como la base de datos de cancer de mama de Wisconsin y la Base de base de datos en linea para la
deteccion en mamografias. Esto ha permitido identificar algoritmos que mejoran notablemente la
precision en el diagndstico y en la deteccion temprana. Ademas, se ha investigado el uso de Deep
Learning (DL) y Federated Learning [10], siendo este ultimo fundamental para llevar a cabo

analisis colaborativos de datos sin poner en riesgo la privacidad del paciente.
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Los resultados indican que el ML no solo mejora la deteccion y clasificacion de tumores,
sino que también permite una terapia preventiva personalizada al analizar factores de riesgo y
proyectar la evolucion de la enfermedad, lo que facilita la planificacion de tratamientos a largo
plazo. Con base en estos resultados, se concluye que las investigaciones futuras deben enfocarse en
la escalabilidad y la integracion de sistemas en tiempo real, ampliando los conjuntos de datos y
validando estos modelos en entornos clinicos, lo que resultara en una mayor robustez y eficiencia
en el tratamiento del cancer de mama y en la integracion con sistemas de registros electronicos de

salud.

En el siguiente articulo [8] los autores hacen una revision narrativa sobre el cancer de mama,
centrandose en los diversos factores de riesgo que pueden contribuir a su desarrollo y en los avances
en los métodos de diagnostico. El estudio recopila evidencia de la literatura cientifica sobre cémo
factores genéticos, como las mutaciones BRCA [11], asi como influencias hormonales, estilos de
vida (como la obesidad, el consumo de alcohol y el tabaquismo), patrones reproductivos, edad,
historial familiar y exposicion a radiaciones, juegan un papel en la etiologia del cancer de mama. Se
destaca la importancia de la deteccion temprana a través de herramientas diagnoésticas, como la
mamografia, la ecografia y técnicas mas recientes como la resonancia magnética y pruebas
moleculares, que han mejorado tanto la sensibilidad como la especificidad en el diagnostico.
Ademas, se revisan los métodos de biopsia y la relevancia de nuevas aproximaciones bioldgicas
para la prevencion y el tratamiento, subrayando el uso de anticuerpos monoclonales dirigidos a
HER?2. La revision concluye enfatizando la necesidad de profundizar en la identificacion de factores
de riesgo, optimizar las estrategias de cribado y desarrollar terapias dirigidas, asi como la
importancia de fomentar la concienciacion, la educacion y la investigacion colaborativa a nivel

global para reducir la incidencia y mortalidad del cancer de mama.

En el siguiente estudio estadistico [12] los autores llevaron a cabo un analisis comparativo
del perfil inmunoloégico de los axillary lymph nodes (ALN) en pacientes con y sin metastasis en
otros ganglios axilares. Identificaron patrones especificos de células inmunes, especialmente
macréfagos y varias subpoblaciones de células dendriticas, que se relacionan con la presencia de
metastasis y el pronostico clinico de las pacientes. Este estudio subraya la relevancia de examinar
el sistema inmune regional como un factor clave en la evaluacion del prondstico del cancer de mama,

abriendo asi nuevas oportunidades terapéuticas que van mas alla del analisis del tumor

En este otro articulo [5], que se usa la misma BBDD [12] pero con diferentes registros de

pacientes, se centra en analizar las diferencias en las respuestas inmunitarias en tumores primarios

5|Pagina



y ganglios linfaticos axilares no metastasicos (ALN") en dos subtipos de cancer de mama, triple
negativo (en inglés, Triple-Negative Breast Cancer (TNBC)) y Luminal A. Con el objetivo de que
a partir del analisis de muestras de biopsia de los tumores primarios y ALN"se determine la posible
asociacion entre las poblaciones inmunitarias y los subtipos TNBC y Luminal A. Los resultados
indican que los tumores de tipo TNBC muestran patrones inmunoldgicos que sugieren una mayor
actividad y tolerancia inmunologica, evidenciada por niveles mas altos de linfocitos CD8 y células
NK CD57. Por otro lado, una mayor cantidad de células dendriticas maduras CD83 en ALN" se
asocia con un mejor pronostico y es caracteristica del subtipo Luminal A. Estos resultados hacen
hincapié en la importancia de tener en cuenta el contexto inmunologico periférico como un factor

clave para diferenciar entre los distintos subtipos tumorales.

Por ultimo, con los mismos registros de pacientes de la BBDD [5] se ha desarrollado otro
analisis estadistico [13] donde se investiga como se relacionan diferentes marcadores inmunes en
ALN-  con la supervivencia especifica y la recaida en cancer de mama, a lo largo de un seguimiento
de 10 afios. Se encontrd que, sin importar otros factores clinicos tradicionales, una alta presencia de
macrofagos CD68 y una baja proporcion de células dendriticas CD83 en ALN™ estan vinculadas a
una peor tasa de recaida y supervivencia. Este trabajo resalta la posible utilidad de estos
biomarcadores inmunes periféricos para hacer predicciones pronosticas y como base para

desarrollar nuevas estrategias terapéuticas y modelos de prediccion personalizados.

1.2. Antecedentes de la Inteligencia Artificial

La Inteligencia Artificial (IA) [14] consiste en comprender el entorno que rodea para
construir entidades inteligentes. Estas entidades tienen la capacidad de combinar grandes cantidades
de datos mediante procesamientos iterativos y rapidos a partir de algoritmos inteligentes, que

permiten al software aprender de manera automatica de caracteristicas y patrones en los datos

[15][16].

La IA, segln se recoge en diferentes textos cientificos, se puede definir atendiendo a cuatro
categorias: sistemas que piensan como humanos, sistemas que actian como humanos, sistemas que

piensan racionalmente y en sistemas que actlan racionalmente [17]. En definitiva, la IA se centra

6|Pagina



en la forma de actuar de los seres humanos y en el concepto ideal de racionalidad* en la conducta,
en los procesos mentales y el razonamiento de los seres humanos. Consiste en el aprendizaje de las
maquinas mediante algoritmos que le permite aprender a hacer una determinada tarea. Para esto
tienen que pasar por una fase de entrenamiento para que finalmente puedan obtener resultados por

si mismo sin la necesidad de tener un programa que les guie.

La IA ha tenido una gran relevancia en la literatura cientifica reciente y en la Figura 2 se
puede ver el progreso en los ultimos 80 afios. Asimismo, se muestra como se ha conseguido avances,
asi como pequefas interrupciones o retroceso en su desarrollo para posteriormente seguir
evolucionando en su investigacion en diferentes campos como puede ser en la sanidad, agricultura
inteligente, la ganaderia, en la fabricacion y produccién, y en la gestion de inventarios, entre

otros.[18]-[22].

Existen diferentes métodos de andlisis especificos y tecnologias para transformar las bases
de datos (grandes cantidades de datos estructurados del Big Data) en informacion y conocimiento.
Se puede llevar a cabo el andlisis y procesado de los macrodatos mediante modelados estadisticos,
mineria de datos y Machine Learning. Este creciente interés por obtener conocimiento se puede ver
reflejado en la Figura 3 como el aumento del nimero de publicaciones en el &mbito de la IA en los
ultimos afios. Asimismo, se observa que quien ha sufrido un mayor crecimiento en sus publicaciones
ha sido el ML, el cual se ha casi cuatriplicado (3,7 veces) desde el afio 2016 con respecto al 2021,
seguida de la mineria de datos (ha aumentado 2,1 veces). Por otro lado, los patrones de

reconocimiento y los algoritmos han mostrado aumentos menores 1,7 y 1,5 veces respectivamente.

4 Racionalidad: Implica la combinacion de matematica e ingenieria para llegar a conclusiones mds certeras en

funcion del conocimiento.
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Figura 3. Nimero de publicaciones de IA (adaptacion de [24]).

1.3. Relevancia de la IA en la literatura cientifica

ML es una rama de la IA donde mediante unos procesos a un algoritmo se le lleva a cabo un
aprendizaje del comportamiento de unos datos de entrada y se consigue unos resultados que son los
que el modelo ha obtenido. Por tanto, una vez logrado el aprendizaje del algoritmo se tiene un
modelo que es el encargado de realizar una tarea. El ML puede ser supervisado (orientado a la tarea),
no supervisado (orientado a los datos), de refuerzo (orientado al aprendizaje) o incluso desagregarse

en otra rama llamada Deep Learning (DL) (Figura 4) [25].
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Figura 4. Ramas de la Inteligencia Artificial [25].

Para hacer estudios de investigacion con ML es necesario conocer las diferentes
arquitecturas de la literatura cientifica atendiendo a: métodos tradicionales que permite hacer
predicciones mediante relacién de variables (por ejemplo, regresion), procesado de datos (por
ejemplo, mediante clasificadores), reduccion de dimensionalidad (por ejemplo, visualizacion de Big
Data que puede descubrir estructuras) o clustering (por ejemplo, sistemas de recomendaciéon o

analisis de sentimientos).

Atendiendo a los métodos tradicionales se encuentra en la bibliografia diferentes estudios de
ML y DL en el ambito de la salud que evaluan el rendimiento de estos modelos como en [26] .En
este estudio se analizan imagenes de termogramas plantares obtenidas a través de técnicas de imagen
térmica infrarroja en pacientes diabéticos y no diabéticos, con el objetivo de detectar de manera
temprana la aparicion de tlceras en el pie diabético. A través del andlisis del patron de temperatura
en las plantas de ambos pies, se busca predecir la ubicacion de posibles heridas futuras. Para ello,
se basa en la identificacion de patrones anormales que pueden estar relacionados con diversas
complicaciones del pie, como la enfermedad arterial periférica, la neuropatia o incluso infecciones.
Ademas, una peculiaridad de este estudio es que lleva a cabo una nueva metodologia para identificar
modelos DL, para la clasificacion de imagenes, debido a que puede proporcionar resultados
sesgados ya que se trata de una base de datos pequefia (relacionada con la deteccion temprana de
ulceras de pie diabético). En este estudio se llevaron a cabo cinco experimentos que se diferencia

en sus configuraciones, como puede ver en la Figura 5.
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Figura 5. Las diferentes configuraciones para los experimentos, en los que las fases de preentrenamiento se realizaron

utilizando AutoEncoder (AE)[26].

Para evaluar el rendimiento de estos modelos se estimaron la sensibilidad, la especificidad,
la precision y la exactitud. Mediante estas métricas en un principio se observd unos resultados
deseables para los diferentes modelos (Figura 6). No obstante, finalmente se concluyd el
experimento 1 (Pretrained Convolutional AutoEncoder, PCAE) y el experimento 3 (Pretrained
AutoEncoder of fully-connected, PFCAE) (Figura 5) mostraron un rendimiento consistente,

mientras que con los otros experimentos los resultados obtenidos no fueron confiables.

Experiment Sensitivity Specificity Precision Accuracy
PCAE 0,937 0,937 0,937 0,937
PCAES” 1,000 0,687 0,762 0,844
PFCAE 0,812 1,000 1,000 0,906
NPCE® 0,937 0,87 0,882 0,906
MPME 0,875 0,937 0,933 0,306

Figura 6. Resultados de las métricas para cada uno de los experimentos (adaptacion de [26])

En contrapartida, usando una metodologia tradicional, en [27] se realiza una comparativa
con diferentes algoritmos de ML, en concreto se hace uso de: Support Vector Machine (SVM),
Random Forest, Convolutional Neural Networks (CNN) y K-Nearest Neighbors (k-NN) con cinco
bases de datos diferentes de cancer de mama. Este andlisis ha evaluado y comparado el rendimiento
de estos cuatro algoritmos en la clasificacién binaria del cdncer de mama, determinando si un
paciente tiene o no la enfermedad, utilizando conjuntos de datos obtenidos del sitio web de Kaggle,
como “Wisconsin diagnostic”, “Breast cancer prediction”, “Breast cancer data”, “Breast cancer” y

“Mammography”. Los experimentos se llevaron a cabo en un cuaderno de Jupyter a través de

5 PCAES: Pretrained Convolutional AutoEncoder; NPCE: Non-Pretrained Convolutional Encoder
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Anaconda, utilizando bibliotecas de Python como scikit-learn y keras. Se aplicaron técnicas de
limpieza de datos que incluyeron la codificacion one-hot y la eliminacion de filas nulas, dividiendo
los datos en un 80% para entrenamiento y un 20% para pruebas, lo que permitié evaluar los modelos
mediante la métrica de exactitud de Tensorflow y analizar los resultados a través de matrices de

confusion.

Los resultados (Figura 7) muestran que CNN logra la mayor precision, superando a Random
Forest, SVM y k-NN, y ademas es menos susceptible al nimero de instancias, lo que se traduce en
una disminucion de los errores de tipo 2 o falsos negativos. Por otro lado, Random Forest presenta
un rendimiento aceptable en todos los conjuntos de datos, mientras que SVM y k-NN enfrentan
mayores limitaciones en cuanto a exactitud y robustez. Estos hallazgos subrayan la importancia de
validar los modelos con datos clinicos para garantizar su precision y evitar el sobreajuste, y sugieren
que realizar andlisis comparativos que consideren la clasificacion de subclases de cancer de mama

podria ofrecer informacion adicional sobre el nivel y la progresion de la enfermedad.

120

98
100 96 96

8987 ¢ > g9 87
8
6
4
2
0

11.183

o o o

Precisidn (Accuracy)

o

Numero de instancias

B Random Forest EBSVM BKNN ®ECNN

Figura 7. Precision frente a nimero de casos (adaptacion de [27]).

Por otro lado, en [20] se aplica algoritmos de 1A para clasificar imagenes utilizando
arquitecturas de CNN y para identificar y extraer patrones en imagenes radiologicas, histologicas y
de camaras digitales. En la Figura 8 se puede ver el diagrama de bloques del sistema en la que se
puede ver que no solo permite clasificar las imdgenes segun la presencia o ausencia de ciertas
patologias, sino también extraer caracteristicas morfologicas relevantes que proporcionan

informacion detallada sobre el area, tamafio y ubicacion de los elementos diagnosticos.
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Figura 8. Diagrama de bloques del sistema Al Pathologist [20]

Para entrenar este sistema, se utiliz6 un conjunto de datos final que consta de 3.729 imagenes
de once enfermedades diferentes, que incluyen afecciones oncologicas como cancer de mama,
colon, pulmon, piel y cerebral, asi como patologias no oncoldgicas como neumonia, Covid-19,
diabetes, Alzheimer, hemorragia intracerebral y fracturas dseas, lo que demuestra la capacidad del

modelo para abordar un amplio espectro de diagndsticos médicos.

El modelo ha mostrado unos buenos resultados al alcanzar altos niveles de precision (de
90,47%) y F-score (0,8332), lo que respalda la efectividad de este enfoque en la clasificacion
automatica de imagenes médicas digitalizadas. Su capacidad para extraer caracteristicas adicionales,
como la localizacion precisa de un tumor cerebral en una resonancia magnética, ofrece a los
profesionales médicos una herramienta valiosa para la toma de decisiones clinicas. La
implementacion de este sistema en una aplicacion con interfaz grafica facilita su uso en entornos
clinicos, integrando de manera practica y accesible una tecnologia avanzada que contribuye

significativamente a mejorar la precision y la eficiencia en el diagnostico médico.

En [28] se encuentra otro estudio en donde se predice la respuesta del tumor de mama al
tratamiento que se le haya aplicado, para esto se llevo a cabo diferentes pasos (Figura 9): una
segmentacion de imagenes de resonancia magnética del tumor, extraccion de las caracteristicas de
los tumores segmentados para generar una BBDD y el uso de arquitecturas de ML y DL para calcular

modelos de prediccion de respuesta tumoral.
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Figura 9. Diferentes fases del estudio [28].

También, la relacion entre la interaccion humano-computadora (Human Computer
Interaction, HCI) combinada con la IA ha sido objeto de estudio como se puede ver en [25] en
donde se investiga en la interseccion entre HCI e IA a través de Inteligencia Artificial Explicable
(Explainable Artificial Intelligence, XAl [29]). Esta consiste en crear un conjunto de técnicas de
ML que produzcan modelos que permitan a los humanos comprender los resultados que se ha
obtenido mediante un modelo de IA. En este estudio se analiza los objetivos y las diferentes técnicas
de la XAI, asi como la importancia que tiene esta el dmbito de la salud ya que presentan

inseguridades a la hora de incorporar técnicas de IA en este sector.

1.4. Objetivos y flujo del disefio propuesto

Este Trabajo Fin de Master (TFM) tiene como objetivo la aplicacion de diversos algoritmos
de Machine Learning sobre una base de datos de 181 pacientes diagnosticados con diferentes
subtipos moleculares de cancer de mama. Para su estudio se lleva a cabo una clasificacién y/o

prediccion de estos subtipos. Para llevar a cabo este trabajo se proponen los siguientes objetivos:

Ol. Estudiar la base de datos de cancer de mama.

02. Estudiar diferentes algoritmos de Machine Learning.

03. Seleccionar los algoritmos a utilizar con la BBDD de cancer mama.

O4. Aplicar los algoritmos de Machine Learning seleccionados.

O5. Obtener y comparar los resultados obtenidos tanto de los diferentes algoritmos aplicados,
como con los estudios estadisticos previos a la BBDD.

06. Documentar el trabajo realizado.
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Para este TFM se plantea un flujo de disefio (Figura 10) donde se partira con la BBDD de

cancer de mama de los estudios estadisticos [5], [12], [13]. A continuacion, se describen los pasos

a seguir:
Etiquetas
'
- ]
Etiquetas . Aprendizaje |::> Andlisis
|:> Entrenamiento del algoritmo de errores
Test i e e e .
Y
- |
BEBDD
PROCESAMIENTO APRENDIZAIE EVALUACION

Figura 10. Flujo de disefio propuesto.

1. Inicialmente se desarrollard una fase de procesamiento en donde se preparen los datos
de la BBDD de cancer de mama y se selecciona las caracteristicas principales.

2. Seguidamente, se lleva a cabo el aprendizaje del algoritmo, donde previamente se elige
la técnica de ML a usar para la construccion del modelo.

3. Después, se hace una evaluacion donde se analizan los errores para mejorar los

resultados de ML.

Una vez llevado a cabo todos estos pasos se tendra el modelo final. Todas estas etapas se
realizaran para diferentes técnicas de ML donde finalmente se pretende comparar los resultados

entre las distintas técnicas y de las investigaciones [5], [12], [13].

1.5. Estructura del documento

La estructura de este documento se divide en seis capitulos donde se especifica el trabajo
llevado a cabo a lo largo de este proyecto. A continuacién, se hard un desglose del contenido de

cada uno de estos capitulos.

En el presente capitulo se introduce el problema encontrado y las motivaciones para la
elaboracion de este TFM, para esto se presentan el cancer de mama, las perspectivas de la

investigacion sanitaria en cancer de mama, los antecedentes de la IA y su importancia en la literatura
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cientifica, y la estadistica en el ML. Asimismo, se introducen los objetivos que se pretende cumplir

con este trabajo.

En el Capitulo 2 se aborda la teoria basica del Machine Learning, donde se describen los
principales tipos de aprendizaje (supervisado, no supervisado, semi-supervisado y por refuerzo)
junto a una revision de los algoritmos mas utilizados, los criterios para seleccionar variables en los
modelos y las métricas de evaluacion, haciendo una distincion entre problemas de clasificacion y
regresion. Finalmente, se examinan los retos actuales, asi como las oportunidades y desafios que

enfrenta el Machine Learning en su aplicacion practica.

En el Capitulo 3 se ofrece una revision del contexto clinico y de los métodos diagndsticos
que se utilizan y se detalla la base de datos de cancer de mama que se usa para el desarrollo de este
trabajo, incluyendo sus caracteristicas y variables clinicas. Ademas, se presentan los estudios

estadisticos que servird como referencia para las comparaciones que se realizaran mas adelante.

En el Capitulo 4 se describe el marco del trabajo y la metodologia empleada en el desarrollo
de este TFM. Se hace un repaso de los principales entornos de programacion que se emplean en
ciencia de datos y Machine Learning (como Python, R y MATLAB), analizando sus caracteristicas,
ventajas y desventajas para este tipo de aplicaciones. Se explica por qué se eligié un entorno de
desarrollo especifico y se detalla la metodologia adoptada, que incluye desde el preprocesamiento
y procesamiento de los datos, la implementacion de algoritmos de aprendizaje, la evaluacion de los

modelos con métricas concretas hasta la interpretacion de los resultados.

En el Capitulo 5 se centra en como se lleva a cabo la metodologia propuesta a través de una
serie de experimentos realizados con la base de datos seleccionados. En la primera fase, se crean
modelos para predecir la metastasis axilar ganglionar en cancer de mama, analizando el efecto de
diferentes combinaciones de variables clinicas utilizando técnicas de Machine Learning, y se
comparan los resultados con los de un estudio estadistico de referencia. En la segunda fase, se
desarrolla un modelo predictivo para clasificar los subtipos moleculares de cancer de mama,
especificamente para diferenciar entre TNBC (céancer de mama triple negativo) y Luminal A, lo que

permite contrastar los resultados con estudios estadisticos previamente publicados.

Por ultimo, en el Capitulo 6 se presentan las conclusiones que se han obtenido de los
experimentos realizados, resaltando los resultados mas importantes sobre el rendimiento de los
modelos de Machine Learning en la prediccion de metastasis y de los subtipos moleculares del

cancer de mama.
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Capitulo 2. Machine Learning

En el presente capitulo se realiza un estudio sobre la estadistica usada y los algoritmos de
ML y se abordan los fundamentos, tipos, algoritmos, seleccion de caracteristicas y la evaluacion
de los modelos en ML, tanto para problemas de clasificacion como de regresion. Finalmente se

presentan las conclusiones de este capitulo.

2.1. Introduccion

La creacion de modelos de ML esté ligada a los datos debido a que, si no se tienen, no se
pueden crear modelos. Estos datos atendiendo a su naturaleza pueden ser estructurados,
semiestructurados y no estructurados [30]. Ademads, estos pueden ser extraidos de sensores IoT
(Internet de las cosas), redes sociales, telecomunicaciones, medicina, etc. Una vez que se tienen los
datos son tratados para adquirir informacién que puede ser transformada en conocimiento en el

sector de estudio que permiten tomar decisiones.

Hay muchas fuentes de datos disponibles en Internet que pueden provenir de datos abiertos
[31], pero no es la Unica fuente, ya que las empresas privadas o entidades cientificas pueden
recolectar datos para sus analisis. Una vez que se tengan los datos, se comienza el proceso de

entrenamiento del modelo utilizando un algoritmo de ML.

El ML permite analizar conjuntos de datos y predecir etiquetas o resultados basandose en
caracteristicas observables. Estas caracteristicas se pueden medir o calcular automéaticamente en los
datos y las etiquetas son informacion que representa hechos o resultados de interés. El principal
objetivo del ML es hallar una hipdtesis que permita relacionar las caracteristicas de los datos con

las etiquetas asociadas. Por ello, los métodos de ML se enfocan en entrenar diferentes modelos
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mediante distintas estructuras, suposiciones y algoritmos para evaluar cual presenta un mejor

rendimiento con el fin de seleccionar el mas adecuado para definir el problema en cuestion.

Por otro lado, la estadistica [32] es una rama de las Matematicas que se encarga de estudiar
el comportamiento de unos datos que son objeto de analisis para adquirir conocimiento sobre estos.
Para ello previamente se reorganiza los datos de manera estructurada para poder representarlos
graficamente y obtener conclusiones. Asimismo, la estadistica se puede dividir en dos categorias

[33]:

e Estadistica descriptiva: dota de métodos para hacer un tratamiento de los datos donde
se resume la informacion.
e Estadistica inferencial: dota de métodos para analizar los experimentos realizados con

pequefias muestras de datos y llevar a cabo inferencias.

Es por ello por lo que la estadistica es un pilar fundamental para el aprendizaje automatizado
ya que permite evaluar e interpretar los modelos predictivos y encontrar patrones que no habian sido
apreciados. En definitiva, la estadistica tiene diversos usos en el ML [34] como puede ser: limpieza
y procesado de los datos, seleccion de las caracteristicas idoneas y evaluacion y la prediccion de un

modelo.

2.2. Tipos de Machine Learning

Existen tres tipos [35] (o técnicas) diferentes de ML que se diferencian en la estructura de
los datos y la tarea que se quiera llevar a cabo. Estos pueden ser supervisado, no supervisado y
reforzado, aunque también hay otro tipo de ML que es un hibrido entre supervisado y no
supervisado, es conocido como semi-supervisado (Figura 11). Dependiendo que tipo de ML se
aplique se pueden definir métricas de similitud, modelos de clasificacion, de regresion entre otras.

En los siguientes apartados se explican los tipos de ML.
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Supervisado
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Refuerzo Machine Sen_‘n-
Learning supervisado

No

supervisado

Figura 11. Tipos de Machine Learning.

2.2.1. Supervisado

El ML supervisado precisa de datos etiquetados para que aprenda sobre datos futuros o no
vistos. Esto quiere decir que es supervisado si un conjunto de muestras donde las salidas (o etiquetas
a predecir) presentan correlaciones [36]. Por ejemplo, en la Figura 12 se puede ver la arquitectura
de un algoritmo de ML supervisado donde se obtiene un modelo predictivo, la base de datos de este
TFM, donde a partir de unos datos de entrenamiento y una etiqueta se obtiene el subtipo molecular
de cancer de mama. Para ello, en este ejemplo, se lleva a cabo la fase de entrenamiento del modelo
usando un algoritmo dotdndole de una entrada de datos de entrenamiento que contiene dos subtipos
moleculares de cancer de mama (Luminal A o Luminal B) para obtener un modelo predictivo con
el conocimiento suministrado. Una vez que se ha entrenado el modelo se hace un test con unos
nuevos datos de entrada para ver si detecta algunas de las etiquetas con las que se ha entrenado el

modelo.

Atendiendo a la etiqueta en los modelos de ML supervisado hay dos subcategorias o modelos

de ML supervisado [37]:

1. Modelos de regresion, donde la sefial de salida es un valor continuo (Figura 13) que es

interpretado gracias a que el modelo conoce diferentes caracteristicas que son propias o

inherentes de la etiqueta que entra al modelo predictivo.
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Figura 12. Ejemplo de ML supervisado.
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Figura 13. Ejemplo de ML supervisado: regresion.

2. Modelos de clasificacién, donde la sefial de salida es una etiqueta del conjunto de los

datos de la BBDD, que previamente en el entrenamiento ha aprendido que era y no era

la etiqueta de entrada. En la Tabla 1 se muestra los dos tipos de clasificacion:
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Tabla 1. Tipos de clasificaciones del ML supervisado.

Tipo de Clasificacion Caracteristicas Ejemplo
. . Clasificacion de los subtipos Luminal A
Binaria Dos tipos de datos y Luminal B (ver Figura 14).
Clasificacion de las diferentes proteinas
Multiclase Mas de dos tipos de datos  y subtipos molecular del cancer (ver

Figura 14)

@@1

Luminal A ®® / @

Luminal B

N N

E ER HER2 '
e " 2
. . - / K|67

@) CQIWW
.f-\

/ Luminal
p

7/ Luminal Lumlnal \>

Figura 14. Ejemplo de ML supervisado: clasificacion binaria (izquierda) y clasificacién multiclase (derecha).

2.2.2. No supervisado

El ML no supervisado [37] se diferencia del supervisado porque los datos a predecir no son

etiquetados y se desconoce la estructura de estos. Estos algoritmos analizan los datos de entrada de

manera automatica y es el encargado de obtener conocimiento y/o agrupar por semejanza. En

definitiva, su mision es encontrar patrones en los datos atendiendo a la naturaleza (semejanzas) de

todas las variables de la BBDD. Por ejemplo, en la Figura 15 se observa un esquematico de un

aprendizaje no supervisado donde se tiene datos de diferentes pulmones con distintas patologias y

mediante agrupacion los ha organizados por grupos similares.
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del algoritmo
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Figura 15. Ejemplo de ML no supervisado.

Los modelos de ML no supervisado se dividen en tres tareas principales [38]:

1. Deteccién de anomalias: se descubre patrones y relaciones entre las variables de un

conjunto de datos mediante algoritmos de mineria.

2. Agrupacion (clustering): se analizan los datos para organizarlos por grupos

semejantes atendiendo a la naturaleza de todas las variables afiadidas en el modelo.
En definitiva, su objetivo es identificar grupos en un conjunto de datos para encontrar
patrones y estructuras intrinsecas de estos.

3. Reduccion de dimensionalidad: se disminuye la cantidad de variables o

caracteristicas de los datos conservando la informacion mas relevante. Asimismo, se

simplifica su representacion y mejora la capacidad de la visualizacion y el andlisis.

2.2.3. Semi-supervisado

El ML semi-supervisado [37] se utilizan datos etiquetados y no etiquetados para entrar el
modelo, es decir, es la combinacion de elementos del ML supervisado y no supervisado. Por
ejemplo, en la Figura 16 se tiene tres tipos de virus, gripe, gripe A y COVID-19. Asimismo, se
puede ver que solamente se han etiquetado dos virus (gripe y gripe A) por lo que primero se

clasificara el COVID-19 como si no fuera gripe ni gripe A. Entonces tras observar estas predicciones
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se etiquetard como COVID-19y, por tlltimo, cuando se vuelva a entrenar el modelo con esta etiqueta

le dard la capacidad de clasificar las imagenes de COVID-19 como COVID-19.

i;% Gripe A
Gripe ;
. Prediccion
Etiquetas
Aprendizaje COVID-19

del algoritmo

Raw data

Figura 16. Ejemplo de ML semi-supervisado.

2.2.4. Por refuerzo

EL ML por refuerzo [39] no tiene una etiqueta de salida y aprenden por si mismos para
clasificar grupos [40], se suele usar cuando existen diversas variables, que pueden estar
interrelacionadas o no, y dependen de otros factores para la toma de decision. La arquitectura de
este aprendizaje se basa “recompensas/castigos” en un entorno en donde hay que tomar acciones y
que esta afectado por las multiples variables que cambian con el tiempo. En la Figura 17 se puede
ver los dos elementos que incluye el ML por refuerzo (agente y entorno) y como se comunican entre

ellos. Seguidamente se va a definir cada elemento y sus relaciones:

e Agente: es el modelo que se entrena para aprender a tomar decisiones. También es
el encargado de tomar acciones sobre el entorno una vez que reciba su feedback.

e Entorno: es el ambiente donde se encuentra las reglas y limitaciones, ademas, es con
el que el agente interactua.

o Estado: indica el estado de las variables.
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o Recompensas/castigos: teniendo en cuenta la accion tomada por el agente se
obtiene un premio o una penalizacién que indicard al agente si se estd

haciendo bien o no.

Recompensas/castigos

Estado {é\
i

Accion ‘K
L4

AGENTE ENTORNO

Figura 17. ML por refuerzo.

2.3. Algoritmos de Machine Learning

Los algoritmos de aprendizaje automatico son métodos matematicos avanzados disefiados
para abordar problemas especificos dentro de diversos paradigmas de aprendizaje, tales como
aprendizaje supervisado, no supervisado y por refuerzo. Estos algoritmos se utilizan para entrenar
modelos capaces de realizar predicciones o tomar decisiones basandose en el andlisis de datos. Cada
algoritmo estd especialmente disefiado para tratar con un tipo particular de problema, incluyendo
clasificacion, regresion, agrupacion (clustering) o reduccion de dimensionalidad, entre otros. En el

siguiente apartado se describen los principales algoritmos de ML y otros.

2.3.1. Decision trees

Decision trees son modelos jerarquicos ampliamente utilizados el aprendizaje supervisado
(Figura 18), tanto para la clasificacion como para la regresion. Este modelo trabaja dividiendo los
datos en subconjuntos mas pequefios de manera iterativa, basandose en las caracteristicas mas
relevantes, con el objetivo de maximizar la homogeneidad de los grupos en cada nodo. En el caso
de la clasificacion, los arboles de decision asignan una clase a una instancia segin las decisiones
tomadas en cada nodo. Por otro lado, en la regresion, el modelo predice un valor continio basandose
en la media de los valores en los nodos terminales. La creacion del arbol se lleva a cabo mediante
algoritmos como ID3, C4.5 o CART [41], que eligen las caracteristicas a dividir utilizando medidas
de impureza como la entropia o el indice Gini en clasificacion, y la varianza en regresion. Este tipo

de modelo permite visualizar claramente como se toman las decisiones [42].
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Figura 18. Ejemplo de decision trees.

Tipos de decision trees [43]

Coarse trees: es una version simplificada ya que tiene una profundidad limitada y un
numero reducido de divisiones (splits). Estos arboles son perfectos para crear modelos
que sean faciles de interpretar, ya que hacen pocas separaciones y generan reglas
generales. A pesar de que su simplicidad puede restringir su capacidad predictiva, su
arquitectura favorece la generalizacion, convirtiéndolos en una alternativa idonea cuando
se prioriza la robustez frente al rendimiento en los datos de entrenamiento.

Medium trees: es una version intermedia debido a que aumentan el nimero de divisiones
permitidas, logrando un balance entre complejidad y generalizacion. Este tipo de arboles
permiten identificar relaciones mas precisas entre las variables, evitando una particion
excesiva del espacio de datos. Constituyen una alternativa adecuada cuando se busca
optimizar la precision sin comprometer por completo la capacidad interpretativa del
modelo.

Fines trees: es una la version mas compleja ya que cuentan con un gran numero de
divisiones que permiten al modelo identificar patrones muy especificos en los datos.
Aunque este nivel de detalle puede mejorar el rendimiento en los datos de entrenamiento,
también eleva el riesgo de que el modelo se ajuste demasiado a ellos, limitando su
habilidad para generalizar a situaciones no previamente observadas. Este tipo de arbol

es mas efectivo cuando se tiene una gran cantidad de datos disponibles, o cuando se
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busca maximizar la precision, aplicando técnicas de validacion y regularizacion para

evitar el sobreentrenamiento.

En términos generales, los arboles de decision tienen multiples ventajas: son intuitivos,
capaces de manejar tanto variables categoricas como numéricas, y no requieren de procesos de
normalizacion previos. Sin embargo, también presentan limitaciones, como su sensibilidad al ruido
y su tendencia al sobreajuste, especialmente en configuraciones mas complejas. Por estas razones,
suelen emplearse en conjunto con técnicas de ensamblado como Random Forests o Gradient
Boosting [44]. A pesar de sus debilidades, los arboles de decision contintian siendo una herramienta
fundamental en el aprendizaje automatico, con aplicaciones que abarcan desde el diagndstico clinico

y la segmentacion de clientes, hasta la deteccion de fallos en sistemas industriales [45].

2.3.2. Logistic regression

Logistic regression es un algoritmo de clasificacion supervisada que se utiliza para predecir
la probabilidad de que un caso pertenezca a una de dos categorias posibles [46]. A diferencia de la
regresion lineal, que se aplica a problemas de regresion, esta utiliza una funcion logistica o sigmoide
para convertir las predicciones continuas en probabilidades que van de 0 a 1(Figura 19). Este modelo
calcula la probabilidad de que un caso pertenezca a una clase especifica mediante una combinacioén
lineal de las variables independientes, que luego se pasa a través de la funcion sigmoide. Esta
funcion asegura que las predicciones se mantengan dentro del rango (0, 1), lo que las hace faciles
de interpretar como probabilidades. Es un modelo muy utilizado en aplicaciones de clasificacion
binaria, como la deteccién de fraudes, el diagnostico médico y la clasificacion de correos

electronicos como spam o no spam [47].
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Figura 19. Ejemplo de logistic regression.

Tipos de logistic regression [43]

Binary GLM Logistic Regression: es una variante se basa en el marco de los modelos
lineales generalizados (GLM) [48] y utiliza una funcién de enlace /ogit con una
distribucion binomial para estimar las probabilidades [49]-[51]. Su principal ventaja es
la alta interpretabilidad, ya que permite examinar de forma directa la relacion entre cada
predictor y la variable dependiente. Sin embargo, este modelo tiene una capacidad de
ajuste limitada, ya que no permite modificar parametros clave como la regularizacion
(que ayuda a prevenir el sobreajuste en modelos con muchas variables) ni elegir
diferentes métodos de optimizacion, lo que puede dificultar su adaptacion a conjuntos de
datos complejos o con alta dimensionalidad.

Efficient Logistic Regression: esta disefiada para mejorar el rendimiento computacional
cuando se trabaja con grandes volimenes de datos o un elevado niimero de predictores.
Su principal ventaja es que incorpora técnicas optimizadas que permiten acelerar el
entrenamiento sin comprometer la precision del modelo. Ademas, ofrece mayor
flexibilidad interna para ajustarse automaticamente a diferentes estructuras de datos, lo
que la hace mas adecuada cuando se requiere escalar el modelo sin intervencion manual

en la configuracion de parametros.
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Entre las ventajas de la regresion logistica, se destacan su simplicidad, su capacidad de
interpretacion y la habilidad de generar probabilidades como resultados. Ademas, este modelo es
eficiente y se puede entrenar rapidamente, lo que lo convierte en una opcion ideal para problemas
que requieren soluciones rapidas y claras. Sin embargo, tiene sus limitaciones, no se adapta bien a
relaciones no lineales entre las caracteristicas, y su rendimiento puede verse afectado por la
multicolinealidad entre las variables. A pesar de esta limitacion, la regresion logistica es uno de los

algoritmos mas empleado en problemas de clasificacion binaria [52][53].

2.3.3. k-Nearest Neighbours, (k-NN)

k-NN es un método de aprendizaje supervisado se utiliza tanto para problemas de
clasificacion como de regresion. En el ambito de la clasificacion, este modelo se encarga de predecir
a qué clase pertenece una nueva instancia, basandose en la clase mas comun entre sus “k” vecinos
mas cercanos en el espacio de caracteristicas (Figura 20). Para medir la cercania entre las instancias,
se suelen emplear métricas de distancia como la Euclidiana [54], aunque también se pueden utilizar
otras métricas dependiendo del contexto del problema. En el caso de la regresion, el modelo estima
el valor continuo de una nueva instancia tomando el promedio (o la mediana) de los valores de los
“k” vecinos mas cercanos. Este enfoque es bastante sencillo, pero muy efectivo, especialmente
cuando no se tiene una idea clara sobre la distribucion de los datos o las relaciones entre las

caracteristicas [55].

Clasificacion con k-NN (k = 1)
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Figura 20. Ejemplo de clasificacion con k-NN (k=1).
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Tipos de k-NN [43]

e Fine k-NN: hace la clasificacion solo con el vecino mas cercano (k=1) lo que permite
que el modelo capte diferencias sutiles entre las clases, lo cual es util cuando se busca
una alta sensibilidad a los cambios locales en los datos. Sin embargo, esta
sensibilidad puede hacerlo mas susceptible al ruido o a los valores atipico, sobre todo
si los datos no estan bien distribuidos.

e Medium k-NN: emplea un valor intermedio de vecinos (k=10), lo que permite un
equilibrio entre precision y estabilidad. Por lo que puede capturar patrones generales
sin reaccionar excesivamente a pequefias variaciones en los datos. Es una buena
habitual cuando se busca una solucion robusta sin perder demasiado detalle en la
clasificacion.

e Coarse k-NN: utiliza un nimero mayor de vecinos (k=100), lo que da lugar a
decisiones mas generales. Este enfoque tiende a establecer limites mas amplios entre
las clases, lo que reduce la sensibilidad al ruido en los datos, pero también puede
disminuir la precisiéon del modelo al no captar diferencias sutiles entre las categorias.
Es util cuando se prioriza la robustez del modelo o cuando se trabaja con datos
ruidosos.

e Weighted k-NN: asigna un mayor peso a los vecinos mas cercanos, de modo que
influyen mas en la prediccion final que los vecinos mas alejados. Esto mejora la
capacidad del modelo para reflejar relaciones locales dentro de los datos, sin
depender exclusivamente de una cantidad fija de vecinos.

e (osine k-NN: aplica una métrica de distancia basada en el angulo entre los vectores
de caracteristicas en lugar de la distancia geométrica. Esta variante es especialmente
util en problemas donde la orientacion de los datos es mas relevante que su magnitud,
como en clasificacion de texto o datos con alta dispersion.

e Cubic k-NN: se diferencia por utilizar una métrica ctbica de distancia, que pondera
de forma distinta las diferencias entre instancias. Esto puede alterar la forma en que
se definen los vecinos mas cercanos, adaptando el modelo a relaciones no lineales

que otras métricas no captan bien.

A nivel general, una de las grandes ventajas del k-NN es su simplicidad y la facilidad con la
que se puede implementar, lo que lo convierte en una buena herramienta cuando se necesita una
solucion rapida y sin suposiciones complicadas sobre los datos. Ademas, no requiere un proceso de
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entrenamiento explicito, ya que las instancias de entrenamiento se almacenan directamente, lo que
ayuda a reducir el tiempo de entrenamiento. Sin embargo, el k-NN también tiene sus desventajas,
como su alta demanda computacional durante la prediccion, especialmente cuando se trabaja con
grandes conjuntos de datos. El rendimiento del algoritmo puede verse influenciado por la eleccion
del parametro “k” y la métrica de distancia utilizada, asi como por la presencia de caracteristicas
irrelevantes o de alta dimensionalidad, lo que puede hacer que el modelo sea mas propenso al

sobreajuste [56].

2.3.4. Support Vector Machines (SVM)

SVM es un algoritmo de clasificacion supervisada que se usa para encontrar el hiperplano
que mejor separa las diferentes clases en un espacio multidimensional. Este hiperplano se define de
tal manera que maximiza el margen entre las instancias de las dos clases, lo que ayuda a optimizar
la capacidad de generalizacion del modelo. En situaciones donde los problemas no son lineales,
SVM emplean una técnica conocida como kernel trick [57], que transforma los datos a un espacio
de mayor dimension donde las clases pueden ser separadas de manera lineal. Los tipos de kernels
[58] mas comunes son el kernel lineal, el kernel polindmico y el kernel radial basado en la funcion
Gaussiana. Este enfoque permite que SVM sean adecuado en una amplia gama de problemas

complejos, incluso cuando los datos no son linealmente separables en su espacio original [59]
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Figura 21. Ejemplo de SVM (adaptacion de [53]).

Tipos de SVM [43]

e Linear SVM: realiza una separacion simple entre clases utilizando un hiperplano

lineal. Es el més facil de interpretar, ya que no transforma los datos con funciones
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de kernel. Su flexibilidad es baja, pero resulta muy util cuando los datos ya son
aproximadamente separables de forma lineal o cuando se busca una solucion rapida
y comprensible.

Quadratic SVM: emplea un kernel polinomico de segundo grado, lo que le permite
capturar relaciones no lineales mas complejas entre las clases. Aunque su
interpretabilidad disminuye respecto al modelo lineal, ofrece una mayor capacidad
de adaptacion a patrones curvos o fronteras de decision mas elaboradas.

Cubic SVM: utiliza un kernel polindmico de tercer grado, lo que incrementa atin
mas la flexibilidad del modelo. Este tipo es especialmente Util cuando las relaciones
entre las clases presentan una mayor complejidad estructural, aunque también
implica un mayor coste computacional y riesgo de sobreajuste si no se ajustan
correctamente los parametros.

Las variantes Fine Gaussian SVM, Medium Gaussian SVM y Coarse Gaussian SVM
se basan en el uso de un kernel Gaussiano (Radial Basis Function (RBF) [60]), pero
se diferencian entre si por el valor del pardmetro de escala del kernel, el cual afecta
directamente la flexibilidad del modelo.

o En el caso de Fine Gaussian SVM, se utiliza una escala pequeia, lo que
permite realizar distinciones muy detalladas entre las clases, pero también lo
hace mas sensible al ruido.

o Medium Gaussian SVM ofrece un equilibrio entre detalle y estabilidad,
capturando patrones de complejidad intermedia.

o Por el contrario, Coarse Gaussian SVM aplica una escala grande, lo que
genera decisiones mas generales y menos sensibles a pequefias variaciones

en los datos.

Entre las principales ventajas de SVM se encuentran su capacidad para manejar tanto

problemas lineales como no lineales, su efectividad en espacios de alta dimensién y su resistencia

al sobreajuste, especialmente cuando se trabaja con conjuntos de datos pequefios o medianos. Sin

embargo, también presentan algunas desventajas, como una alta complejidad computacional durante

el entrenamiento, especialmente con grandes conjuntos de datos, y la dificultad para elegir el kernel

adecuado y sus parametros. A pesar de estos inconvenientes, SVM es utilizado en diversas

aplicaciones, como el reconocimiento de patrones, la clasificacion de imagenes [61], el analisis de

texto [62] y la bioinformaética [63], donde se necesita una separacion clara y precisa entre clases.
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2.3.5. Otros algoritmos

2.3.5.1 Linear regression

Linear regression es un modelo estadistico que se utiliza para predecir una variable
dependiente a partir de una o mas variables independientes, asumiendo que hay una relacion lineal
entre ellas. Este modelo se ajusta a los datos al minimizar el error cuadratico medio [64] entre los
valores que se predicen y los que realmente se observan (Figura 22). La regresion lineal simple se
centra en una sola variable independiente, mientras que la regresion lineal multiple puede incluir
varias variables explicativas. Este modelo es ampliamente utilizado en campos de la ciencia y la
ingenieria, como en economia para anticipar tendencias de mercado o en biologia para modelar

relaciones entre caracteristicas biologicas [65].

o Datos

Ajuste Lineal
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Figura 22. Ejemplo de linear regression.

Una de las grandes ventajas de la regresion lineal es su simplicidad y la facilidad con la que
se puede interpretar, lo que ayuda a entender claramente como las variables independientes influyen
en la variable dependiente. Ademas, es un modelo que funciona de manera eficiente, incluso con
grandes volumenes de datos. Sin embargo, tiene algunas limitaciones, como la suposicion de que
las relaciones son lineales, lo cual puede no ser adecuado en situaciones donde las relaciones entre
las variables son més complejas. También es sensible a la multicolinealidad entre las variables

independientes, lo que puede afectar la precision del modelo [66].
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2.3.5.2 Neural networks

Neural networks es un modelo de ML que se inspira en como funciona el cerebro humano y
estan formadas por capas de nodos interconectados (neuronas) que se encargan de procesar y
transformar la informaciéon mediante funciones no lineales. Durante el entrenamiento, las redes
neuronales aprenden a reconocer patrones complejos en los datos a través de un proceso iterativo
que ajusta los pesos de las conexiones entre las neuronas, utilizando algoritmos como la
retropropagacion [70]. Este tipo de red se clasifica como redes neuronales profundas (Deep Neural
Networks, Figura 23), que cuentan con multiples capas ocultas y son capaces de modelar
representaciones jerarquicas de los datos, lo que les permite realizar tareas complejas como el
reconocimiento de imagenes, la traduccion automatica y la prediccion de series temporales [71]—

[75].
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Figura 23. Ejemplo de deep neutal network (adaptacion de [53]).

Las redes neuronales ofrecen varias ventajas, como su habilidad para aprender
representaciones altamente complejas y no lineales de los datos, siendo ttiles en tareas como el
reconocimiento de voz, la vision por computadora y la generacion de texto. Sin embargo, también
tienen desventajas, como una alta demanda computacional tanto en el entrenamiento como en la
inferencia [76], especialmente al trabajar con grandes volumenes de datos o redes neuronales
profundas. Ademas, suelen ser opacas, lo que dificulta la interpretaciéon de como el modelo toma
decisiones, lo que puede ser problematico en aplicaciones donde la interpretabilidad es clave. A

pesar de estas desventajas, las redes neuronales son esenciales en una amplia variedad de
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aplicaciones de inteligencia artificial, como la conduccion auténoma, la deteccion de fraudes y la

personalizacion de contenidos en plataformas digitales [77]-[79].

2.3.5.3 Principal Component Analysis (PCA):

PCA es una técnica estadistica que se utiliza en el ML y el andlisis de datos para simplificar
la complejidad de los datos al reducir su dimensionalidad [80]. Su proposito principal es transformar
un conjunto de variables que podrian estar correlacionadas en un nuevo conjunto de variables que
no lo estdn, conocidas como componentes principales. Estos componentes son combinaciones
lineales de las variables originales, donde el primer componente principal captura la mayor parte de
la varianza en los datos, el segundo componente captura la siguiente mayor varianza, y asi
sucesivamente (Figura 24). Al proyectar los datos en este nuevo espacio de menor dimension, PCA
logra conservar la mayor parte de la informacion original, especialmente la variabilidad presente en
los datos. Esta técnica es muy utilizada en el preprocesamiento de datos, ya que permite simplificar
modelos al reducir la cantidad de caracteristicas sin perder informacion relevante, lo cual es

especialmente util en situaciones de alta dimensionalidad [81], [82].
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Figura 24. Ejemplo de PCA. Se muestran datos (azul) y vectores principales de PCA: direccién de mayor varianza (rojo) y

su componente ortogonal (verde).
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Las ventajas mas destacadas de PCA incluyen su capacidad para disminuir la complejidad
computacional al reducir el nimero de caracteristicas, lo que facilita la visualizacion, el
almacenamiento y el analisis de grandes conjuntos de datos. Ademas, al eliminar redundancias y
correlaciones entre las variables, mejora el rendimiento de otros algoritmos de ML al disminuir el
riesgo de sobreajuste. Sin embargo, una de las desventajas de PCA es que interpretar los
componentes principales puede ser complicado, ya que son combinaciones lineales de las
caracteristicas originales, lo que puede dificultar la relacion directa entre los datos y las variables
que se pueden interpretar. También, PCA asume que los datos tienen una estructura lineal, lo que
puede no ser adecuado en contextos donde las relaciones no lineales entre las variables son
importantes. A pesar de estas limitaciones, PCA se aplica ampliamente en areas como la reduccion

de ruido en imagenes y el analisis de datos [83]-[85].

2.3.5.4 (lustering

Clustering es una técnica de aprendizaje no supervisado que busca agrupar datos similares
en conjuntos o clusters. La idea es que las instancias dentro de un mismo cluster sean mas parecidas
entre si que a las de otros clusters. A diferencia de los algoritmos de clasificacion supervisada, el
clustering no necesita etiquetas previas en los datos, lo que permite explorar y descubrir patrones
ocultos sin requerir intervenciéon humana desde el principio. Hay varios algoritmos de clustering,
entre los que destacan K-means, DBSCAN (Density-Based Spatial Clustering of Applications with
Noise) y el método jerarquico, cada uno con sus propias caracteristicas y ventajas. Por ejemplo, K-
means se enfoca en dividir los datos en un niimero especifico de clusters, mientras que DBSCAN se
centra en identificar areas densas en el espacio de caracteristicas y maneja el ruido y los outliers de

manera mas efectiva [86].

Las principales ventajas del clustering son su capacidad para descubrir estructuras
subyacentes en los datos, lo que resulta 1util en la segmentacion de clientes, la reduccion de
dimensionalidad y la deteccion de anomalias. Ademas, al ser una técnica no supervisada, puede
aplicarse a una amplia gama de problemas donde las etiquetas no estan disponibles o son dificiles
de obtener. Sin embargo, un reto decidir cuantos clusters usar (en algoritmos como K-means) o
como definir los pardmetros de distancia en algoritmos mas complejos como DBSCAN. También,
la calidad de los resultados del clustering depende en gran medida de la calidad y naturaleza de los
datos, lo que puede limitar su uso en situaciones donde los datos son ruidosos o presentan relaciones

no lineales complicadas. En cuanto a aplicaciones, el clustering se utiliza en la segmentacion de
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mercados, la identificacion de patrones en grandes volimenes de datos (como en el andlisis de datos

genodmicos) y mas [87]-[89].

Clustering con K-means Clustering con DBSCAN
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Figura 25. Ejemplo de clustering segun tipo.

2.4. Seleccion de caracteristicas

En ML, los algoritmos de seleccion de caracteristicas se usan para identificar cuéles
variables (o caracteristicas) son las mas relevantes a la hora de predecir una respuesta o resultado.
Estos algoritmos pueden mejorar la precision de los modelos y ayudar a simplificarlos al seleccionar
solo las caracteristicas mas utiles. Hay varios métodos comunes que se utilizan en la literatura

cientifica [90][91] como son :

e FEl algoritmo MRMR (Minimum Redundancy Maximum Relevance) [92] elige
caracteristicas que son relevantes para el resultado, pero que no se repiten, se suele usar
tanto para datos categdricos como continuos.

e El método Chi2 [93] evalua la independencia de cada caracteristica en relacion con la
variable objetivo mediante pruebas chi-cuadrado, siendo también 1til para datos
categoricos y continuos.

e ReliefF [94] , se basa en la distancia entre observaciones similares, utilizando vecinos
cercanos, y es mas efectivo cuando todas las caracteristicas son del mismo tipo, ya sean

categoéricas o continuas.
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e Elmétodo ANOVA [95] se encarga de analizar si las medias de las caracteristicas varian
entre diferentes clases y es adecuado para datos categoricos y continuos. En este método
se asigna una puntuacion a cada caracteristica segiin su importancia construyendo
modelos més eficientes y precisos.

e FEl algoritmo de Kruskal-Wallis [96] se centra en las diferencias en las medianas y al
igual que ANOVA es adecuado para datos categoricos y continuos. Asimismo, se asigna

una puntuacion a cada caracteristica segiin su importancia.

2.5. Evaluacion de los modelos de ML

La evaluacion de modelos de ML constituye un pilar fundamental para medir, comparar y
mejorar la calidad y eficiencia de estos modelos. En este apartado, inicialmente se describe la
validacion de los modelos debido a que es fundamental para estimar como se comportara cuando se
enfrente a datos nuevos no han sido visto durante el entrenamiento [97]. Después de la validacién
del modelo se hace uso de métricas cuantitativas que facilita la comparacion entre distintos
algoritmos. La seleccion de métricas apropiadas depende del tipo de problema (clasificacion,
regresion, aprendizaje no supervisado, etc.), la naturaleza de los datos y los requisitos especificos

del dominio aplicado.

Es imprescindible validar la capacidad del modelo para realizar predicciones precisas con
nuevos datos. Para ello, se emplean métricas de evaluacion que miden la efectividad del modelo con
datos conocidos, separando una muestra del conjunto de datos con valores reales conocidos para
evitar el sobreajuste. Dado que la eleccion de las métricas depende del tipo de problema a abordar
(regresion o clasificacion) a continuacidon se presentan las principales técnicas de validacion de

modelos y las métricas utilizadas para clasificacion y regresion.

2.5.1. Técnicas de validacion

En esta seccidon se describen los métodos de validacion mas utilizados en la literatura

cientifica [98]:
2.5.1.1 Validacidn cruzada (cross-validation)

La validacion cruzada [99]-[101] se usa para evaluar el rendimiento de un algoritmo de ML
en la realizacion de predicciones sobre nuevos conjuntos de datos en los que no ha sido entrenado
y se tiene un conjunto de datos pequeno [97]. Su objetivo es estimar el desempefio sobre datos no

observados durante el entrenamiento. Para ello, se divide aleatoriamente el conjunto de train en “k-
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fold” (o particiones) del mismo tamaio y a lo largo de & iteraciones se entrena el modelo utilizando
k-1 de estos folds y se evalta utilizando el fold restante como conjunto de validacion. De este modo,
todas las observaciones se utilizadas tanto para train como para evaluacion y una vez que se haya
entrenado se calcula el promedio de las métricas obtenidas en las “k” iteraciones para obtener una
estimacion fiable del rendimiento esperado. En la Figura 26 se puede ver un ejemplo en donde se

ha dividido la muestra de train con 5-folds para la validacion del modelo en el entrenamiento.

Iteracion Tteracion Iteracion Iteracion Iteracmn Promedio del
k=1 k=2 k=3 k=4 k=5 rendimiento
Division de .
Entrenamiento

los datos

Figura 26. Ejemplo de validacion cruzada de 5-folds en donde “V” indica validacion y “T” train.

Esta técnica disminuye la variabilidad en la estimacion del error cuando se trabaja con

conjuntos de datos pequeiios y es utilizada tanto en tareas de clasificaciéon como en regresion.

Esta técnica permite obtener una estimacion mas estable y precisa del error de un modelo,
ya que al evaluarlo repetidamente sobre distintos folds del conjunto de frain se minimiza la
influencia de una sola division arbitraria de los datos. De este modo, se reduce la variabilidad en las
métricas de evaluacion y se evita que el modelo se adapte demasiado a un subconjunto especifico,
favoreciendo asi su capacidad para generalizar a nuevos datos. Ademas, es adecuada tanto para

problemas de clasificacion como de regresion y en la comparacion de distintos algoritmos.
2.5.1.2 Validacidn de retencion (holdout validation)

La validacién de retencion se usa en la evaluacion del rendimiento predictivo de un modelo
de ML cuando se tiene grandes volimenes de datos [97]. Su propdsito principal es estimar como se
comportara un modelo con nuevos datos que no hayan sido vistos durante el entrenamiento. Para
esto, se divide aleatoriamente el conjunto de ¢rain en un subconjunto para entrenar el modelo y otro
reservado para la evaluacion final (de validacion) esto lo puede ver en la Figura 27. A diferencia de
la validacidn cruzada, esta validacion se basa en una Unica particion y en una sola ejecucion del

proceso de entrenamiento y validacion [102]. Al ser mas simple se reduce el tiempo de ejecucion y
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el consumo de recursos, por lo que es mas adecuada cuando se trabaja con conjuntos de datos de

gran escala.

No obstante, esta técnica también presenta una limitacion importante: al depender de una
sola division aleatoria de los datos, los resultados pueden ser sensibles a como se haya realizado esa
particion. Si el subconjunto reservado para evaluacion no refleja adecuadamente la distribucion
global del conjunto de datos, la estimacioén obtenida puede resultar poco fiable o representativa del

rendimiento real del modelo.

Division de
los datos Entrenamiento

Figura 27. Ejemplo de validaciéon de retencion donde "V" indica validacion y T train.
2.5.1.3 Validacion por resustitucion (resubstitution validation)

La validacion por resustitucion es una técnica utilizada para evaluar modelos de ML en la
que se emplea el mismo conjunto de datos tanto para entrenar como para validar el modelo [103].
Es decir, no se realiza ninguna particion ni se reserva un subconjunto especifico para la evaluacion
(Figura 28). El modelo se ajusta completamente sobre los datos disponibles, y luego se mide su

rendimiento comparando sus predicciones con las etiquetas reales de ese mismo conjunto.

Dado que el modelo se evalta sobre el mismo dataset que ha visto durante el entrenamiento,
esta técnica es rapida y sencilla de aplicar ya que su implementacion no requiere ningun

procedimiento adicional de separacion o aleatorizacion de los datos.

Sin embargo, al evaluar el modelo sobre los mismos datos con los que fue entrenado, no se

obtiene una estimacion realista de su capacidad para generalizar por lo que la validacién por
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resustitucion tiende a subestimar el error del modelo y a ofrecer resultados excesivamente

optimistas, ocultando posibles problemas de sobreajuste.

Entrenamiento Test

Figura 28. Ejemplo de validacion de resustitucion.

2.5.2. Métricas para problemas de clasificacion

En el ambito de la clasificacion, las métricas se utilizan para evaluar la eficacia del modelo

en la asignacion correcta de etiquetas a las instancias. Las métricas mas utilizadas son:

e Matriz de confusion [104]: constituye una representacion matricial que permite
comparar las etiquetas reales (o verdaderas) con las etiquetas predichas. En el
contexto binario se identifican los siguientes elementos:

o True Positives (TP) o verdaderos positivos: casos positivos que han sido
correctamente identificados.

o True Negatives (TN) o verdaderos negativos: casos negativos que han sido
clasificados correctamente.

o False Positives (FP) o falsos positivos: casos negativos que han sido
erroneamente clasificados como positivos.

o False Negatives (FN) o falsos negativos: casos positivos que no han sido

detectados por el modelo.

En la Figura 29 se puede ver un ejemplo de la matriz de confusion, la segunda
columna desde arriba muestra todos los subtipos moleculares de cancer de mama.
Ademéds, los TPR (True Positives Rate) son la proporcion de observaciones de

clasificadas correctamente por la clase predicha mientras que lo FNR (False
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Negatives Rate) son la proporcion de observaciones clasificadas incorrectamente por

la clase predicha [105].

100.0% 100.0%

Irue Class

0 1 2 3
Predicted Class

Figura 29. Ejemplo de una matriz de confusion.

e Exactitud (accuracy) [104]: es la proporcion de predicciones correctas en relacion

con el total de instancias. Se calcula como:

TP+TN
TP+TN+FP+FN

Accuracy =

Los modelos con una mayor exactitud clasifican mejor las instancias en sus
categorias correctas. No obstante, presenta limitaciones en escenarios con bases de
datos desbalanceadas, por lo que debe complementarse con otras métricas como

sensibilidad y especificidad.

e Precision, sensibilidad y especificidad (precision, recall and specificity) [104]:
o Precision: indica la proporcion de verdaderos positivos sobre todos los casos

calificados como positivos. Se calcula como:

TP

p .. -
recision TP + FP
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o Sensibilidad: mide la capacidad de capturar los casos positivos reales. Se

calcula como:

TP
TP+ FN

o Especificidad: mide la capacidad de capturar los casos negativos reales. Se

Recall =

calcula como:

TP

SPGCifiCity = m

e Fl-score[104]: el valor F1 combina precision y recall mediante su media armoénica®.

Se calcula como:

Precision - Recall
F1=2

' Precision + Recall

Esta métrica varia entre 0 y 1, siendo 1 el valor 6ptimo, y refleja el equilibrio entre

precision y exhaustividad.

e Area bajo la curva ROC (Area Under the Curve Receiver Operating
Characteristicc AUC-ROC) [104]: evalua la capacidad de un modelo de
clasificacion binaria para diferenciar entre las TP y TN. Un valor més alto indica una
mejor capacidad discriminativa, ademas, la curva ROC se obtiene representando la
tasa de verdaderos positivos frente a la tasa de falsos positivos para distintos
umbrales de decision. El valor del AUC-ROC varia entre 0,5 y 1, donde 0,5 indica
un rendimiento equivalente a una clasificacion aleatoria, y 1 representa una

separacion perfecta entre ambas.

® Media armoénica [170]: es una forma de calcular un promedio diferente al tradicional. En lugar de sumar
todos los numeros y dividirlos por la cantidad de elementos, la media armonica se obtiene dividiendo el nimero de

valores entre la suma de los inversos de esos valores.
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2.5.3. Meétricas para problemas de regresion

En el ambito de la regresion, las métricas se emplean para evaluar la precision del modelo

en la prediccion de valores continuos. A continuacion, se presentan las métricas mas utilizadas

[106]:

Error Absoluto Medio (Mean Absolute Error, MAE) [107]: cuantifica la
diferencia entre los valores predichos por el modelo y los valores reales observados.
Se calcula como el promedio de las diferencias absolutas entre las predicciones y los
valores reales a lo largo de un conjunto de datos, sin considerar la direccion del error

(positivo o negativo). Se calcula como:

n
1
MAE=—-Z — 9,
" '1Iyl Vil
=

donde:

n. numero total de observaciones en el conjunto de datos
y;: valores reales observados
¥;.: valores predichos por el modelo

Cuando el valor de MAE es bajo indica que las predicciones del modelo estan, en
promedio, cercanas a los valores reales, mientras que un valor alto sugiere una mayor

discrepancia entre las predicciones y los valores reales.

Error Cuadratico Medio (Mean Squared Error, MSE) [104][107]: mide el
promedio de los cuadrados de los errores, es decir, la diferencia cuadratica entre los

valores predichos por el modelo y los valores reales observados. Se calcula como:

1 < o

MSE == (i = 9)
i=1

donde:

n: numero total de observaciones en el conjunto de datos
y;: valores reales observados
Vi valores predichos por el modelo
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Los modelos con errores grandes en sus predicciones tendran un MSE
significativamente mayor, lo que permite identificar y corregir las desviaciones en

las predicciones del modelo.

Raiz cuadrada del Error Cuadratico Medio (Root Mean Squared Error, RMSE)
[104][107]: es la raiz cuadrada de MSE. Se calcula tomando la raiz cuadrada del

promedio de los errores al cuadrado:

n
1
RMSE = MSE = — Z(yi —9i)?
i=1

donde:

n.: numero total de observaciones en el conjunto de datos
y;: valores reales observados
¥;. valores predichos por el modelo

Los modelos con un valor més bajo de RMSE indican que tienen una mejor precision

en sus predicciones numéricas.

Coeficiente de Determinacion R? [107]: indica la proporcion de la varianza de la

variable dependiente que es explicada por el modelo. Se calcula como:

R2—1_ i = 9)*
2i(yi — yi)?
donde:

n: numero total de observaciones en el conjunto de datos
y;i: valores reales observados

V;: valores predichos por el modelo

y;: media de los valores reales observados

Un valor cercano a 1 indica un buen ajuste del modelo, sin embargo, esto no garantiza
que el modelo realice predicciones precisas en datos nuevos, ya que podria estar

sobreajustado (overfitting) a la muestra de entrenamiento.
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2.6. Conclusiones

Este capitulo establece las bases tedricas y metodologicas que seran esenciales para el
desarrollo experimental que vendrd después. Ofrece una vision general del proceso de ML,

abarcando desde la preparacion de los datos hasta la evaluacion de los resultados

Inicialmente se ha mostrado cémo la estadistica desempefia un papel fundamental en
distintos procesos del ML, como la limpieza y el procesamiento de datos, la seleccion de

caracteristicas o la evaluacion de los modelos.

Se han descrito los principales tipos de ML: supervisado (cuando los datos estdn
etiquetados), no supervisado (cuando no se dispone de etiquetas y se busca descubrir patrones),
semi-supervisado (una combinacidon de ambos) y por refuerzo (donde el modelo aprende mediante

interaccion con el entorno).

También se han presentado los algoritmos mas representativos con sus variantes y otros que
son utilizados para construir modelos predictivos, asi como técnicas orientadas a seleccionar las

variables mas relevantes, con el objetivo de mejorar la eficiencia y precision del modelo.

En cuanto a la evaluacion de los modelos, se han explicado las principales estrategias de
validacion: cruzada (adecuada para conjuntos de datos pequefios), de retencion (para volimenes
grandes de datos) y por resustitucion (menos recomendable, al utilizar los mismos datos para
entrenamiento y validacion). Para este TFM se va a utilizar validacion cruzada, ya que se cuenta
con una base de datos pequeiia y se busca aprovechar al maximo la informacién disponible para

obtener estimaciones mas robustas del rendimiento del modelo.

Finalmente, se han expuesto las métricas mas comunes para evaluar modelos de clasificacion
(como la matriz de confusion, la precision, y el AUC-ROC, entre otras) y de regresion (MAE, MSE,
RMSE y R?).
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Capitulo 3. Estudios clinicos de cancer

En este capitulo se presenta la importancia de los estudios clinicos en la salud y en especial
en las investigaciones de cancer. Seguidamente se explica como entender un diagnostico de cancer
de mama, asi como la BBDD que se va a utilizar con técnicas de Machine Learning. Por ultimo, se
analiza los articulos estadisticos que usan la misma BBDD con la que se trabaja en este TFM y se

concluye este capitulo.

La salud y el bienestar de la poblacion siempre ha sido objeto de investigacion en el campo
sanitario para garantizar el buen estado y funcionamiento de la sociedad. Para ello se emplea
diferentes métodos de investigacion en el campo de la salud que permita comprender las dolencias

y enfermedades.

En un mundo cada vez mas globalizado los lideres de los diferentes paises han adoptado
dentro los 17 Objetivos de Desarrollo Sostenible (ODS), de la Agenda 2030, el objetivo 3 que esta
relacionado con la salud y bienestar. Con este objetivo se pretende garantizar una vida sana y
promover el bienestar para todos en todas las edades [108]. Todos los organismos publicos,

empresas privadas y asociaciones pueden contribuir en las metas de los ODS.

Asimismo, se realizan numerosos estudios clinicos en hospitales publicos y privados, asi
como en asociaciones dedicadas a diversas enfermedades, incluido tumores malignos ya que esta
enfermedad es responsable de un alto nimero de muertes a nivel mundial y se considera una de las
principales causas de fallecimiento (datos en 2021 [109]). En Espafia, en 2021, el cancer fue la
segunda causa de muerte, con 6.614 personas que perdieron la vida a causa de un tumor maligno de

mama [108]. En 2024, segun las Estadistica de Defunciones que publica el Instituto Nacional de

47|Pagina




Estadistica (INE), esta cifra aument6 a 6.648 [110], teniendo una alta incidencia de cancer de mama

en la poblacion espafiola.

En la literatura cientifica, en el campo de la salud, se observa diversas investigaciones sobre
el cancer donde se analiza un tumor primario atendiendo a los hébitos alimenticios o de ejercicio
fisico. Con el objetivo de estudiar la correlacion con una progresion metastasica, por ejemplo, en
[111] se demuestra que el ejercicio fisico actlia de manera positiva sobre un tumor primario de
melanoma haciendo que se disminuya la propagacion metastasica de este tumor. Esto se debe a que
el ejercicio fisico hace que las células sinteticen o degrade (los hidratos de carbono, la glucdlisis, la
fosforilacion oxidativa, entre otros) de una forma diferente actuando como un escudo que al
suministrarles un inhibidor mTOR” rapamicina puede revertirse. Esto hace que las células de los
organos sanos compitan con las células de melanoma por los nutrientes. Por otro lado, hay
numerosos estudios que relacionan los habitos alimenticios con el riesgo de padecer cancer como
se describe en [112] el consumo excesivo de carne roja y procesada, de bebidas alcohdlicas, asi
como la obesidad estan relacionada con el riesgo de padecer diversos tipos de cancer. En contra
parte, los alimentos que estan relacionados con la disminucidn del riesgo de padecer esta patologia

son: frutas, verduras, cereales integrales, fibra, lacteos, calcio y café.

Ademas, como ya se comentod en el Capitulo 1, hay numerosas investigaciones en las que se
implementan algoritmos de Inteligencia Artificial en la deteccion de patrones en multiples bases de
datos de estudios clinicos para la deteccion precoz de enfermedades o para recomendaciones de

tratamientos atendiendo a los modelos que se han obtenido con las técnicas aplicadas en la IA. [20]

y [28].

En los siguientes apartados de este capitulo se explicard como entender un diagnéstico de

cancer de mama y la base de datos de cancer de mama que se emplearan en este TFM.

7 Proteina que ayuda a controlar varias funciones celulares, incluso la multiplicacion y la supervivencia de las
células; se une con la rapamicina y otros medicamentos. mTOR es mas activo en algunos tipos de células cancerosas
que en las células normales. Es posible que impedir la accion de mTOR cause la destruccion de las células cancerosas.
Es un tipo de proteina serina-treonina—cinasa. También se 1lama blanco de la rapamicina en los mamiferos y blanco

farmacodinamico de la rapamicina. [171]
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3.1. Diagnostico de cancer de mama

El cancer de mama es una enfermedad compleja y heterogénea por lo que no hay un solo
tipo de tumor sino varios subtipos que tienen sus propias caracteristicas. Dependiendo del tipo de
cancer que se manifieste, se puede observar tanto a simple vista como a nivel molecular, lo que
permite que el diagndstico y el tratamiento se ajusten a las particularidades de cada tumor. Por eso,
interpretar los biomarcadores es fundamental para desarrollar un tratamiento adecuado y mejorar el

pronostico de los pacientes.

Para diagnosticar el cancer de mama, se realizan evaluaciones clinicas, pruebas de imagen,
se obtienen muestras a través de biopsias y se analiza el tejido extraido. Cada uno de estos pasos
proporciona informaciéon que ayuda a clasificar el tumor, evaluar su agresividad y guiar el
tratamiento. El médico comienza con un interrogatorio y una exploracion fisica de las mamas,
buscando anomalias o nédulos®. Luego, se utilizan diversas pruebas de imagen para localizar y

caracterizar las lesiones:

e Mamografia: es la prueba de cribado mas comun, ya que permite detectar lesiones incluso

antes de que sean palpables.

e Ecografia mamaria: complementa la mamografia, ayudando a diferenciar entre lesiones

solidas y quisticas.

e Otras técnicas: en ciertos casos, se utilizan la resonancia magnética (RM) o la tomografia

por emision de positrones (PET-TAC) para evaluar la extension y caracteristicas del tumor.

Cuando las pruebas de imagen revelan anomalias, se procede a la extraccion de una muestra
de tejido mediante una biopsia. Esta muestra es enviada al laboratorio, donde el patélogo la examina
mediante técnicas histopatologicas para confirmar el diagnostico y determinar el grado de
diferenciacion del tumor. El informe de patologia puede mostrar tres grados que se diferencian en

la propagacion del cancer en la Tabla 2 se muestra los diferentes grados de un diagndstico [113]:

8 Nodulo: Crecimiento o masa que puede ser maligna (cancerosa) o benigna (no cancerosa) [113].
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Tabla 2. Grados del cancer de mama [113].

Grado Descripcion
Grado 1 o bien Las células cancerosas se parecen mas al tejido mamario
diferenciado normal y crecen mas lento.

Grado 2 o moderadamente El crecimiento de las células cancerosas presenta una
diferenciado velocidad intermedia entre los grados 1y 3.

Las células cancerosas son muy diferentes a las células
normales y tienen una alta probabilidad de crecimiento y
propagacién mas rapida®.

Grado 3 o pobremente
diferenciado

Para el prondstico del cancer se evalta la invasion vascular [114], pequefios vasos linfaticos
o sanguineos por el tumor, y la invasion perineural [115], sucede cuando se propaga las células
cancerosas desde la mama a otras tejidos cercanos asi como en otras partes del cuerpo a través de la

sangre y el sistema linfatico.

Con los andlisis clinicos se estudia la presencia de metastasis en los ganglios linfaticos, asi
como la concentraciéon de globulos blancos del sistema inmunitario a partir de una prueba
. . , . 10 , . . ,
inmunohistoquimica " donde el patélogo selecciona los anticuerpos mas adecuados para cada tumor
[116] y [117]. A continuacidén, se muestran los principales anticuerpos primarios y antigenos

empleados para el cancer de mama:

e Anticuerpo: proteina elaborada por las células, estd presente en:

o C¢élulas o Linfocitos T: estan programadas para reconocer, responder y recordar
antigenos. Estas células contribuyen a las defensas inmunitarias dirigiendo y
regulando las respuestas inmunes cuando son estimulados por el material
antigénico de los macrdofagos, formando linfocinas que alertan a otras células
[118].

= Auxiliares (o CD4): actiian contra las infecciones.

= Citotoxicos (o CD8): destruyen células cancerosas y otros invasores.

% Si el crecimiento del tumor es rapido puede ser debido a que exista necrosis, células cancerosas en proceso

de morir o muertas.

10 Prueba inmunohistoquimica[172]: Método de laboratorio para el que se usan anticuerpos a fin de determinar

si hay ciertos antigenos (marcadores) en una muestra de tejido.
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Reguladoras (o FOXP3): suprime la accioén de otros tipos de linfocitos

evitando que el sistema inmunitario reaccione de manera inestable.

e Antigeno: sustancia que provoca que el cuerpo reaccione mediante una respuesta

inmunitaria especifica, estd presente en:

o C¢élulas Natural Niller (NK) (o CD57): pertenecen al sistema inmune innato y se

encuentran en la sangre y tejidos linfaticos [119].

o Macréfagos (o CD68): proteina producida por células que contienen lisosomas,

estos son usados para agarrar y descomponer elementos potencialmente dafiinos

en su entorno (por ejemplo, matar bacterias) [120].

o C¢élulas dendriticas (Dendritic Cells, DC): inician las respuestas inmunitarias

adaptativas e interactian con las células T (o linfocitos T) avisando al sistema

inmune cuando hay una amenaza en el organismo [121] y [122].

Langerhans (o CD1A) [123] y células maduras (CDS83).

Plasmocitoides (o CD123): establece un mecanismo de regulacion entre
la respuesta inmunologica innata y especifica [124] y [125].

Foliculares (o CD21): células inmunes cuya funcion principal es procesar
el material antigénico y presentarlo superficialmente a otras células del
sistema inmunitario.

Interdigitantes (S-100): se encuentran en las regiones de linfocitos T de
los ganglios linfaticos.

Glicoproteina de membrana asociada al lisosoma 3 (LAMP3): estan
presentes las células maduras, asimismo, ayuda a la identificacion y

procesamiento de un antigeno durante una respuesta inmune.

Por otro lado, se analizan mediante pruebas inmunohistoquimicas las proteinas de las

hormonas (RE y RP), Ki-67 y el receptor 2 del factor de crecimiento epidérmico humano (HER-2)

debido a que son los principales indicadores biologicos que orientan al diagnostico, el tratamiento,

a la clasificacion molecular y a la evaluacion del pronostico de cancer de mama. A continuacion, se

describe como la presencia de estas proteinas afectan al desarrollo del céncer.

Se hacen pruebas de existencia de las hormonas de estrogenos o progesteronas en algunas

proteinas (receptores) de las células, ya que si son receptoras de estas hormonas también son las

causantes de provocar un aumento del tumor. Las células del cancer podrian ser portadora de uno,

ambos o ninguno de estas hormonas. Pudiendo ser:
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e Cancer con receptores positivos en estrogenos (RE+)

e (Cancer con receptores positivos en progesteronas (RP+)

e Receptor de hormonas positivo, si la célula cancerosa tiene uno o ambas hormonas
(RH+)

e Receptor de hormonas negativo, si la célula cancerosa no tiene ninguna de las dos

hormonas (RH-)

Asimismo, se analiza la proliferacion celular (es decir, el proceso de crecimiento de una
célula para posteriormente producir dos células hijas) mediante una prueba en Ki-67 para evaluar
su indice donde si es alto (superior a 14%) quiere decir que las células cancerosas se estan dividiendo

rapidamente.

La proteina HER-2 coopera en el desarrollo normal de las células, pero, algunas células
cancerosas producen cantidades anormales del HER-2. Esto hace que se produzca una amplificacion
de los genes en las células cancerosas, es decir, hace que las células se multipliquen més répido y
se diseminen a otras partes del cuerpo o que se vuelvan resistentes a los medicamentos

anticancerosos.

3.2. Base de datos de cancer de mama

La base de datos de cancer de mama usada en este trabajo, y a la cual se aplicaron técnicas
de ML, estd compuesta por diferentes muestras de biopsia del Banco de Tumores del Servicio de
Anatomia Patologica del Hospital de Tortosa Verge de la Cinta y el Hospital Joan XXIII de
Tarragona (Espafia). Esta BBDD recoge parametros de proteinas para obtener distintos indicadores
que aporte informaciéon de pacientes diagnosticados de carcinoma de mama invasivo. Estos

parametros se han recopilados entre el afio 2000 y 2008.

Los patdlogos han recopilado en esta BBDD diferentes variables (o atributos) como pueden
ser el numero de casos, edad de los pacientes, asi como otros parametros médicos del tamafo o de
las proteinas existentes en el tumor. Estos datos han sido recopilados para distintas lineas de
investigaciones donde se pretende comprender el comportamiento de un tumor primario de cancer
de mama. A continuacion, se detallan los atributos de la base de datos que han sido recodificados

(Tabla 17) y agrupados atendiendo a la naturaleza de este:
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(1) Caracteristicas principales de la persona

Variable Tipo Descripcion
Representa el niimero de casos existentes de cancer
caso double
de mama
edad double Edad de la paciente en el momento del diagndstico
. . Indica si la paciente se encuentra o no en estado de
menopausia string

la menopausia

(2) Caracteristicas principales del tumor

Variable Tipo  Descripcion

diametro_tumor double  Diametro del tumor

grado double  Grado histologico del tumor

invasion_vascular string  Indica si hay o no presencia de invasion vascular

invasion_perineural string  Indica si hay o no presencia de invasion perineural

ganglios metastasis string P.reser}cig o no de metastasis en los ganglios en el momento del
diagnostico

ganglios_numero double  Numero de ganglios extraidos

ganglios_numero_metastasis double Numero de ganglios con metastasis

Indica si el paciente ha recibido o no tratamiento

tratamiento_neoadyuvante string neoadyuvante!!

(3) Atendiendo a las proteinas y al subtipo molecular del cancer

Variable Tipo Descripcion

re string Indica si es positivo 0 no en receptores de estrogenos

p string Indica si es positivo o no en receptores de progesterona

her2 string Estado amplificado o no amplificado de HER-2

ki67 string Indice de proliferacion cuantificado mediante Ki-67 (bajo, medio o alto)
luminal string Subtipo molecular de cdncer de mama

! Tratamiento neoadyuvante [173]: Tratamiento que se administra como primer paso para reducir el tamafio

del tumor antes del tratamiento principal que generalmente consiste en cirugia.
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(4) Atendiendo al seguimiento clinico en un periodo en meses censurado a 120 meses de

seguimiento
Variable Tipo Descripcion
rvivencia 1 . . .
SUPCTVIVENCIA_L 5 ble Tiempo de supervivencia en meses
20 _meses
recaido 120 me . o . ,
s string  Se indica si el paciente ha recaido o no
eriodo_recaida . ,
p = double Tiempo hasta la recaida en meses
120 _meses
fallecido_cancer strin Se indica si el paciente ha fallecido o no especificamente por el
120 _meses £ cancer
fallecido 120 m . T . . :
eses - string  Se indica si el paciente ha fallecido o no por cualquier causa

(5) Atendiendo a la concentracién intratumoral

Variable Tipo Descripciéon
cddintra_m double CD4
cd8intra m double CDS
cd57intra_ m double CDS57
foxp3intra m_bis double FOXP3
cd2lintra m double CD21
cd68intra m double CD68
cdlaintra_m double CD1A
cd123intra m double CDI123
s100intra_m double S100
lamp3intra m double LAMP3
cd83intra m double CD83

(6) Atendiendo a la concentracion en el ganglio linfatico negativo (GN) sin afectacion por

metastasis

Variable Tipo Descripcion
cd4gn m double CD4
cd8gn m double CD8
cd57gn m double CDS57
foxp3gn_m_bis double FOXP3
cd2lgn m double CD21
cd68gn m double CD68
cdlagn m double CD1A
cd123gn m double CDI123
s100gn_m double S100
lamp3gn m double LAMP3
cd83gn m double CDS§3
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La base de datos inicial esta en formato CSV e incluye 181 registros de pacientes con varios
subtipos de cancer de mama, incluyendo HER2, Luminal A, Luminal B y triple negativo (TNBC).
La distribucién inicial de la columna “Luminal” que tiene los subtipos moleculares es la que se
muestra en la Figura 30. EI computo total que se ve en esta grafica es de 180 registros esto se debe

a que hay un registro nulo ya que no tiene el subtipo molecular al que pertenece.
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Figura 30. Histograma de pacientes por subtipo molecular de cincer de mama.

En esta base de datos se puede ver como se distribuyen los diferentes subtipos de cancer de
mama segun las caracteristicas genéticas de las muestras. El subtipo Luminal A es el méas comun,
representando el 49% de los casos, lo que equivale a 88 muestras. Luego, se tiene los subtipos TNBC
que suman 56 muestras, lo que representa el 31% de los casos. Los subtipos HER-2 y Luminal B
tienen una representacion mas baja, cada uno con un 10%, es decir, 18 muestras por subtipo. Por
ultimo, hay una muestra que no tiene datos, lo que representa el 1% de los casos, indicando que no
se dispone de informacidn para ese caso en particular. Esta distribucion muestra la diversidad de los

subtipos tumorales de la base de datos con la que se trabaja en este TFM.

Con esta base de datos, se realizaran varios experimentos utilizando técnicas de ML para
replicar la metodologia que se describe en los estudios cientificos [5], [12] y [13]. Es fundamental
destacar que en los estudios [5] y [13] se utilizan diferentes registros en comparacion con el estudio

[12].

Para replicar la metodologia de [5] y [13], se excluyen los casos correspondientes a los

subtipos HER2, Luminal B y aquellos pacientes clasificados como nulos. Tras aplicar estos criterios,
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la muestra se compone de 144 pacientes, que pertenecen a los subtipos Luminal A y TNBC. Este
proceso de seleccion de la muestra se ilustra graficamente en el diagrama de la Figura 31. A

continuacion, se detallan los registros descartados, segun el subtipo de cancer.

e Se comienza con 181 registros de pacientes de cuatro subtipos de cancer de mama.
e Se excluyen 18 con subtipo HER2, 18 con subtipo Luminal B y un caso nulo.

e Se finaliza con: 144 registros de pacientes (88 Luminal A y 56 TNBC).

Muestra completa
n= 181
Nulos
n=1
n= 180
Luminal B
n=18
n= 162
HER2
n=18
Muestra final
n= 144

Figura 31. Diagrama de flujo para la seleccion de la muestra de la BBDD en [5] y [13].

Por tanto, este diagrama resume visualmente como se pasa de la base de datos inicial (181

pacientes) a la muestra final (144 pacientes) que se utiliza para el analisis.

Por otro lado, para replicar la metodologia de [12] se excluyen de los 181 registros aquellos
casos que no contaban con informacién suficiente. En concreto, se eliminaron 41 registros en los

que el dato de invasion vascular se encontraba vacio.

No obstante, se decidid incluir un caso adicional en el que la variable de invasion vascular
no estaba disponible y en la variable HER2 esta amplificado. Se ha afiadido este registro debido a

que segun la referencia [12] permite la incorporacion por la relevancia clinica del marcador.

Tras aplicar estos criterios, se tiene una muestra final compuesta por 141 registros de

pacientes, que fueron los que se incluyeron en el analisis estadistico. Esto se puede ver en el

diagrama de la Figura 32.
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Muestra completa
n= 181

Cuando | invasion_vascular = vacio
n=41

n= 140

invasion_vascular = vacio
& HER2 = amplificado Cuando
n=1

Muestra final
n= 141

Figura 32. Diagrama de flujo para la seleccion de la muestra de la BBDD en [12].

El analisis que se ha hecho de los registros de las pacientes, que se tienen en los diagramas
de las Figura 31 y Figura 32, es clave para asegurar la calidad de los datos y garantizar que sean
comparables. A través de este estudio de la base de datos y la revision de los estudios se identifica
la muestra de registros que se utilizara para replicar los andlisis estadisticos presentados en los
articulos revisados. Esto permite reproducir esos articulos de manera precisa y profundizar en el

analisis de los patrones y tendencias que se encuentran en los datos.

Ademas, serd necesaria una seleccion y limpieza de las muestras que se va a usar para cada
uno de los experimentos para reducir el riesgo de sesgos que podrian surgir de informacion
incompleta o no estandarizada, con la finalidad de obtener resultados sélidos y comparables con

investigaciones anteriores.

En la Tabla 3 se puede ver el comportamiento estadistico en diferentes escenarios
muestrales. Si bien el conjunto de datos original consta de 43 variables, en esta tabla se han incluido
unicamente algunas variables, tales como la edad, el didmetro tumoral, el nimero de ganglios
analizados, el nimero de ganglios con metastasis, la supervivencia a los 120 meses y el periodo de

recaida a los 120 meses.

Por lo tanto, la Tabla 3 muestra un resumen estadistico de las variables seleccionadas,
calculado sobre dos subconjuntos distintos del total de registros disponibles (n = 181). Se han
considerado dos tamafios muestrales que se describieron anteriormente, es decir: uno de 144 y otro
de 141 registros de pacientes. Para cada una de las variables, se exponen los valores minimos,
maximos, medianas, medias y desviaciones estandar, con el fin de identificar posibles cambios en

la distribucion de los datos al modificar el tamano de la muestra. Esta comparacion permite evaluar

57|Péagina



las variables seleccionadas y detectar posibles variaciones que podrian influir en los resultados del

modelado mediante algoritmos de ML.

Tabla 3. Comparativa de estadisticos descriptivos en los subgrupos de pacientes.

Minimo Mediana Miéximo Media Desviacion estandar
Variable

n=144 n=141 n=144 n=141 n=144 n=141 n=144 n=141 n=144 n=141
Edad 36 36 60 60 85 83 60,20 60,41 11,83 11,35
diametro_tumor 1 2 18 19 100 100 21,40 2236 15,70 15,84
ganglios_numero 2 2 13 13 40 40 13,875 14,32 6,38 6,64
ganglios_numero_metastasis 0 0 0.5 1 38 38 2,13 2,45 4,67 5,06
supervivencia_120_meses 6 6 120 118.5 120 120 102,46 103,21 30,17 28,34
periodo_recaida_120_meses 1 1 117 117 120 120 94,99 100,37 36,50 31,41

Al observar los resultados, se aprecian diferencias minimas entre los valores estadisticos
obtenidos en los subconjuntos de 144 y 141 pacientes. Por ejemplo, la media de la edad varia
ligeramente entre 60,0 y 60,41 afos, al igual que su desviacion estandar, lo cual sugiere una
distribucion estable en esta variable. En cuanto al diametro tumoral y el nimero de ganglios, las
medias y medianas se mantienen relativamente constantes, aunque se observan ligeras reducciones
en las medias cuando se utiliza el subconjunto mas reducido. Las diferencias mas notables se
presentan en las variables asociadas al seguimiento a largo plazo, como la supervivencia y el periodo
de recaida a 120 meses, donde se percibe una disminucion mas evidente en las medias y medianas
al reducir el nimero de registros. Estas pequefias variaciones, aunque no siempre son evidentes,
ayudan a prever las posibles diferencias en como se representaran los datos que luego se usaran en

los modelos predictivos.

Ademas, al analizar los subconjuntos de datos utilizados en esta tabla se ha detectado la
presencia de valores ausentes en algunas de las variables consideradas. En el conjunto de 141
registros, las variables de supervivencia a 120 meses y periodo de recaida a 120 meses presentan un
valor faltante cada una. En cambio, en el conjunto de 144 registros, la tnica variable con datos
ausentes es la edad, con un tnico valor vacio. Es importante tener en cuenta esta informacion durante
las etapas de preprocesamiento, ya que el manejo de los valores faltantes puede influir en la

integridad de los modelos que se desarrollen mas adelante, especialmente en ciertos algoritmos. Por
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eso, es importante elegir la estrategia de imputacion mas adecuada segun el tipo de variable y el

enfoque analitico que se utilice en cada experimento.

3.3. Estudios estadisticos de la BBDD de cancer de mama

Como se ha comentado anteriormente este TFM parte de la misma BBDD que se ha
empleado en los siguientes articulos [5], [12] y [13] en los que se ha hecho diferentes estudios
estadisticos mediante las variables clinicas de la BBDD. A continuacién, se describe lo que se ha

analizado e identificado en cada uno de estos estudios.

El primer estudio que se va a revisar es [12] en el que los autores llevaron a cabo un estudio
retrospectivo utilizando muestras embebidas en parafina de biopsias de 141 pacientes con carcinoma
invasivo de mama. Estos pacientes se dividieron en dos grupos: uno con metastasis axilares (ALN™)
y otro sin metastasis (ALN"). Para analizar y cuantificar con precision diversas poblaciones de
células inmunes, emplearon técnicas inmunohistoquimicas sobre matrices de tejidos (7issue
Microarrays, TMAs) [126] y realizaron un andlisis digital. Luego, compararon ambos grupos
utilizando pruebas estadisticas como la prueba t de Student o la prueba U de Mann-Whitney,
dependiendo de como se distribuyeron los datos. También aplicaron pruebas Chi-cuadrado o la
prueba exacta de Fisher para evaluar las diferencias en variables clinicas categoricas. Para identificar
qué variables clinicas, patoldgicas e inmunoldgicas estaban asociadas de manera independiente con
la presencia de metastasis axilar al momento del diagndstico, realizaron un analisis de regresion
logistica univariada, seguidos de modelos multivariados de regresion logistica. Estos modelos
fueron validados adicionalmente mediante técnicas de simulacion de bootstrap, y su capacidad
predictiva se evalu6 a través de curvas ROC (Receiver Operating Characteristic). Gracias a estos
analisis estadisticos avanzados, los autores lograron identificar patrones especificos de células
inmunitarias, como macrofagos CD68", células dendriticas S100" y CDI123", que estaban
significativamente asociados con el diagnostico de metéstasis axilar. Ademas, detectaron subgrupos
minoritarios de pacientes cuyo perfil inmunoldégico se relacionaba mas estrechamente con el
pronostico clinico del grupo opuesto al inicialmente diagnosticado. Estos resultados ofrecen un
marco metodologico detallado que servird como base para aplicar y comparar resultados mediante

algoritmos de ML en este TFM.

El segundo estudio relevante para este TFM es [5] que se centrd en comparar la respuesta
inmune en ganglios linfaticos axilares no metastasicos (ALN") entre diferentes subtipos moleculares

de céncer de mama, especificamente el triple negativo (TNBC) y el Luminal A. Este analisis
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retrospectivo incluyo a 144 pacientes con carcinoma invasivo, de los cuales 88 eran del subtipo
Luminal A y 56 del TNBC. Se emplearon técnicas inmunohistoquimicas sobre TMAs [126] y se
realiz6 un analisis digital de un total de once poblaciones inmunitarias. Las diferencias entre los
subtipos se evaluaron mediante diversas pruebas estadisticas, como la prueba t de Student y la U de
Mann-Whitney para variables cuantitativas, asi como las pruebas Chi-cuadrado o Exacta de Fisher
para variables categoricas. Para identificar qué variables inmunologicas estaban asociadas de
manera independiente a cada subtipo, se aplicaron modelos de regresion logistica univariados,
seguidos de andlisis multivariados, que fueron validados adicionalmente con técnicas de bootstrap
e imputacion multiple. Los resultados mostraron que las células dendriticas interdigitantes (S1007),
los linfocitos T citotoxicos CDS8 y las células NK CD57 en ALN" estaban significativamente
vinculados al subtipo TNBC, mientras que las células dendriticas maduras CD83 se asociaron con
el subtipo Luminal A. Estos resultados resaltan diferencias inmunologicas clave entre los subtipos
moleculares y subrayan la importancia del microambiente inmunoldgico regional como un posible

indicador de la agresividad tumoral y el prondstico en el cancer de mama.

El ultimo estudio [13], se centra en explorar la relacion entre poblaciones inmunes
especificas en ganglios linfaticos axilares no metastasicos (ALN") y la supervivencia especifica por
cancer (cancer-specific survival, CSS) asi como el tiempo hasta la progresion (time to progression,
TTP) en pacientes con cancer de mama de los subtipos Luminal A y TNBC. Para llevar a cabo esta
investigacion, se analizaron biopsias embebidas en parafina utilizando TMAs e
inmunohistoquimica, ademas de evaluar once marcadores inmunitarios. La comparacion estadistica
inicial incluy6 pruebas t de Student o U de Mann-Whitney y pruebas Chi-cuadrado o exacta de
Fisher. Luego, se aplicaron modelos de regresion de Cox, tanto univariados como multivariados,
para identificar las variables asociadas con CSS y TTP. Estos modelos fueron validados mediante
técnicas de bootstrap e imputacion multiple de datos perdidos, y se evaluo su capacidad predictiva
a través de curvas ROC. Los resultados mostraron que ciertos factores clinicos, como el diametro
tumoral, el subtipo molecular TNBC y la presencia de metastasis axilar, estaban relacionados con
peores resultados clinicos. Sin embargo, entre las variables inmunolégicas, solo las concentraciones
de macrofagos CD68 y células dendriticas maduras CD83 en los ALN™ se destacaron como factores
pronosticos independientes para el tiempo hasta la progresion tumoral. Este estudio subraya, por
primera vez, la importancia pronostica de la respuesta inmune en ALN™ como un factor predictivo

independiente para la progresion del cancer de mama, destacando especialmente el papel de los
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macrofagos y las células dendriticas como marcadores clave para futuras investigaciones y

aplicaciones clinicas en la prediccion del curso de la enfermedad.

3.4. Conclusiones

Inicialmente se ha presentado la importancia de los estudios clinicos y la creacion de
politicas globales para invertir en estudios para la mejora de la salud y combatir diversas

enfermedades como puede ser los canceres.

Se ha llevado a cabo un andlisis para interpretar un diagnostico de cancer de mama con el
objetivo de entender la BBDD con la que se va a trabajar. Posteriormente se han detallado todas las
variables que se encuentra en la BBDD, asi como la eleccion de las muestras necesarias para que la

creacion de los modelos sean equiparables con los articulos cientificos [5], [12] y [13].

Finalmente, en este capitulo se han examinado e identificado las variables clinicas,
patologicas e inmunologicas que son clave, asi como las técnicas estadisticas utilizadas en los
estudios. Estos estudios se compararan mas adelante con los resultados obtenidos a través de
algoritmos de Machine Learning aplicados a la misma base de datos que las que se usaron en los
articulos [5], [12] y [13]. En concreto, se buscara predecir los ganglios con y sin metéstasis y, por

otro lado, diferenciar entre los subtipos de cancer de mama Luminal A y TNBC.
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Capitulo 4. Marco de trabajo y metodologia

En el presente capitulo se desarrolla el marco de trabajo en donde se analizan los lenguajes
de programacion, sus entornos, y se justifica la eleccion de éste. Ademas, se describe la metodologia

o el flujo de trabajo que se sigue en este Trabajo Final de Master.

4.1. Marco de trabajo

Durante el desarrollo de este TFM, se han evaluado diferentes entornos y lenguajes de
programacion que facilitan el procesamiento, analisis y visualizaciéon de datos, asi como la
implementacion de algoritmos de aprendizaje automatico. Entre las opciones consideradas se
encuentran Python, R y Matlab. A continuacion, se detallan cada uno de estos entornos, destacando
sus caracteristicas principales, areas de aplicacion, ventajas y desventajas, para finalmente realizar

una comparacion que respalde la eleccion.

4.1.1. Python

Python es un lenguaje de programacion interpretado [127], de alto nivel y proposito general,
destacado por su sintaxis clara y facil de entender. Su popularidad ha aumentado considerablemente
en la comunidad cientifica y tecnologica, especialmente en campos como la ciencia de datos y el

aprendizaje automatico.

Python se utiliza en una amplia gama de aplicaciones como se puede ver en la Figura 33,
ademas, en empresas lideres como Amazon, Facebook, Spotify e Instagram hacen uso de Python

para el procesamiento y analisis de grandes volimenes de datos [128].
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Figura 33. Aplicaciones con Python.

En el desarrollo web, por ejemplo, se utilizan frameworks como Django [129] o Flask [130],
que permiten crear aplicaciones escalables y seguras de manera eficiente. Asimismo, en la ciencia
de datos y el Machine Learning Python se destaca por el uso de bibliotecas especializadas como
NumPy [131], pandas [132], scikit-learn [133], TensorFlow [134] y PyTorch [135], que facilitan el
manejo de grandes volumenes de datos y la implementaciéon de complejos algoritmos de ML.
Ademas, este lenguaje es muy popular en la automatizacion y el scripting, ya que permite llevar a
cabo tareas repetitivas y agilizar el procesamiento de datos. Por otro lado, el lenguaje se ha
consolidado como una herramienta esencial para el prototipado rapido y el andlisis exploratorio en

la investigacion académica debido a permite validar hipdtesis y desarrollar nuevos métodos.

Entre sus principales ventajas se encuentra una sintaxis intuitiva, que simplifica el proceso
de aprendizaje y acelera el desarrollo de proyectos. Asimismo, la amplia comunidad de personas
usuarias y desarrolladores ha permitido consolidar un ecosistema rico y diverso de bibliotecas y
recursos, lo que facilita la integracion de soluciones existentes y la rapida resolucion de problemas.
Esta combinacion de facilidad de uso y versatilidad permite a Python adaptarse a diversas areas,

abarcando desde el desarrollo web hasta aplicaciones avanzadas en IA.

Sin embargo, tiene algunas desventajas en tareas que requieren un alto rendimiento, su
naturaleza interpretada puede hacerlo mas lento que lenguajes compilados, lo que restringe su uso
en entornos donde la velocidad de ejecucion es esencial. Ademas, aunque la gestion automatica de
memoria simplifica el proceso de desarrollo al encargarse de la asignacion y liberacion de recursos,

esta misma caracteristica puede convertirse en un inconveniente cuando se necesita un control mas
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preciso sobre el uso de la memoria, impidiendo optimizaciones especificas en aplicaciones de alto

rendimiento.

4.1.2. R

R es un lenguaje de programacion y un entorno de desarrollo enfocado en el analisis
estadistico y la visualizaciéon de datos [136]. Su robustez y la amplia variedad de paquetes
estadisticos lo han convertido en una herramienta esencial en el dambito académico y en la
investigacion, permitiendo a cientificos y analistas procesar y extraer conclusiones de datos

complejos.
R se utiliza para el andlisis de datos en diferentes dmbitos como pueden ser los que se
muestran en la Figura 34.

Analisis
estadistico Modelado

de datos
S

Uso
académico

Figura 34. Analisis de dato con R.

Las herramientas avanzadas de R facilitan la ejecucion de andlisis y modelados complejos
con alta precision en el andlisis estadistico y modelado de datos. En cuanto a la visualizacion, este
lenguaje es renombrado por su habilidad para crear graficos y representaciones visuales de calidad
superior, destacando especialmente el uso de librerias como ggplot2 [137]. Estas permiten elaborar
visualizaciones personalizadas de manera sencilla. Ademads, R es una herramienta relevante en la
investigacion académica, donde se emplea para el andlisis de datos en estudios cientificos y
experimentales, ofreciendo un soporte solido para la validacion de hipotesis y la obtencion de

resultados fiables.

Una de las principales fortalezas de R es su especializacion en estadistica, lo que se refleja
en una vasta gama de funciones y paquetes especificamente disefiados para llevar a cabo anélisis

estadisticos de complejidad elevada. Sus capacidades avanzadas en visualizacion lo convierten en
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una herramienta ideal para la representacion grafica de datos, lo que mejora significativamente la
interpretacion y comprension de los resultados. Adicionalmente, el respaldo de una comunidad
académica activa proporciona un amplio espectro de recursos, documentacién y soporte,

enriqueciendo asi el ecosistema disponible para proyectos cientificos.

No obstante, la sintaxis y orientacion hacia la estadistica pueden resultar menos intuitivas
para quienes estdn mas familiarizados con lenguajes de programacion de propdsito general, lo que
puede derivar en una curva de aprendizaje mas empinada. Ademas, para tareas que demandan un
procesamiento intensivo de datos o la implementacion a gran escala de modelos de aprendizaje
automatico, R puede no ser la opcidon mas eficiente en comparacion con otras herramientas

especificamente optimizadas para esos fines.

4.1.3. Matlab

Matlab es un entorno de programacion y un lenguaje de alto nivel que se centra en el calculo
numérico, el andlisis de datos y la visualizacion [138][139]. Esta especialmente disefiado para
aplicaciones en ingenieria, ciencia y matematicas aplicadas, lo que lo convierte en una herramienta
esencial para profesionales y académicos que necesitan realizar calculos complejos y desarrollar

modelos precisos.

En cuanto a sus areas de aplicacion, Matlab se utiliza en diversos campos como se puede ver
en la Figura 35. En el procesamiento de imagenes, cuenta con potentes toolboxes que permiten
analizar y manipular imagenes, facilitando tareas que van desde la mejora de la calidad hasta el
reconocimiento y segmentacion de patrones [140]-[142]. En el &mbito del ML y DL, Matlab ofrece
herramientas integradas que ayudan en el desarrollo y validacién de algoritmos de aprendizaje
automatico, fundamentales para trabajar con grandes volumenes de datos e implementar redes

neuronales profundas
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Figura 35. Aplicaciones de Matlab.

Ademas, es utilizado en el andlisis numérico y la simulacion, permitiendo el modelado
matematico y la ejecucion de simulaciones en multiples areas de la ingenieria, lo que resulta crucial
para el disefio y optimizacion de sistemas. Por ultimo, en investigacion y desarrollo, Matlab es muy
valorado tanto en proyectos académicos como industriales, ya que facilita el prototipado rapido y la

validacion de modelos complejos.

Entre las ventajas de Matlab se destaca la integracion de foolboxes especializados, lo que
facilita la implementacion de algoritmos complejos y el procesamiento de imagenes. Su interfaz
amigable permite una rapida visualizacion y analisis de los resultados, lo que ayuda en la
interpretacion y comunicacion de los datos. Ademas, la alta precision en calculos numéricos que

ofrece es ideal para aplicaciones cientificas y de ingenieria, donde la exactitud es fundamental.

Sin embargo, Matlab también tiene algunas desventajas como puede ser que el software
requiere de licencia, ya que es de pago, lo que puede restringir su disponibilidad y generar costos
adicionales. Ademas, en comparacion con lenguajes de propdsito general, Matlab puede ser menos
flexible, lo que significa que, aunque es muy potente en aplicaciones especificas, puede ser menos

versatil para proyectos que requieren un enfoque mas amplio.

4.1.4. Python vs R vs Matlab

Python se ha convertido en una herramienta clave en el campo de la medicina gracias a su
flexibilidad y a la solidez de sus bibliotecas. Por ejemplo, en prediccion de enfermedades
cardiovasculares se ha utilizado para automatizar diversas tareas de evaluacion médica, como medir
el didmetro de la arteria pulmonar y prever enfermedades cardiovasculares a partir de caracteristicas

clinicas de los pacientes [143]. Ademas, la biblioteca scikit-learn [133] ha sido utilizada para
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analizar datos de neuroimagen, facilitando la clasificacion y prediccion de comportamientos

cerebrales [144].

R tiene una gran capacidad analitica y de visualizacion de datos, por lo que es util en estudios
clinicos y epidemiolédgicos. Por ejemplo, en [145] se resalta como la colaboracion entre diferentes
disciplinas y el uso de herramientas como R y Jupyter Notebook [146] han hecho mas accesible el
analisis de grandes volumenes de datos en las unidades de cuidados intensivos. Ademas, el paquete
ricu ofrece una infraestructura computacional que permite gestionar diversos conjuntos de datos de
unidades de cuidados intensivos [147]. Esto facilita la escritura de cdigo de anélisis que no depende

del conjunto de datos especifico y facilita la validacion de modelos de ML.

Matlab permite combinar el procesamiento de sefales, imagenes y modelos predictivos en
un solo entorno por lo que es una buena herramienta en el &mbito biomédico. Por ejemplo, en el
estudio [148] comparativo entre Matlab y Python para predecir la diabetes en una muestra de
100.000 personas reveld que Matlab proporciona una integracion eficaz de herramientas de analisis
y visualizacion haciendo que facilite la creacion de modelos precisos. También, Matlab se usa para
mejorar diagndsticos a partir de imagenes médicas y sefiales fisiologicas [149]. Asimismo, en el
sector farmacéutico ayuda a explorar datos biomédicos, desarrollas modelos predictivos y

automatizar analisis complejos [150].

En la Tabla 4 se tiene una tabla comparativa entre Python, R y Matlab aplicada al contexto

de Machine Learning en medicina.

Tabla 4. Python, R y Matlab en medicina

Caracteristica Python R Matlab
Popularidad Alta Media Alta en investigacion biomédica
Soporte para imagenes | Buena (SimplelTK, L. Excelente (Image Processing

‘3. . Bésica
médicas pydicom) Toolbox)
Facilidad para o o . .
integracién hardware Limitado Muy limitado Alta (Simulink, Embedded Coder)
Despliegue en Limitado Muy limitado Alta
dispositivos médicos
Aplicaciones clinicas Prediccion, diagnostico  Anélisis estadistico, Irpagepgs medlcag, s'eflales,
comunes . . . . dispositivos, prediccion,
automatizado epidemiologia . .
clasificacion
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Por otro lado, se tiene la Tabla 5, en donde se comparan las principales caracteristicas de los

lenguajes de programacion y entorno.

Caracteristica

Tabla 5. Comparativa Python, R y Matlab

Python

R

Matlab

Tipo de lenguaje
Ambito principal
Ventajas

Desventajas

Aplicacion en
Machine Learning

Lenguaje de proposito
general, interpretado

Data science, desarrollo
web, automatizacion

Sintaxis clara, amplia
comunidad, versatilidad

Menor rendimiento en
tareas muy exigentes

Extensas librerias y
frameworks

Lenguaje especializado
en estadistica

Analisis estadistico y
visualizacion de datos

Potentes herramientas
estadisticas y graficas

Curva de aprendizaje en
analisis avanzado

Opciones limitadas para
modelos a gran escala

Entorno especializado en calculo
numérico y simulacion

Procesamiento de imagenes, ML,
simulacién

Toolboxes especializados, alta
precision, interfaz grafica
Costoso y menos flexible para
aplicaciones no cientificas

Amplia integracion de toolboxes
para ML y procesamiento de
imagenes

4.1.5. FEleccion del entorno

Como se ha podido ver en los apartados anteriores, Python y R son herramientas ttiles para
el andlisis de datos médicos, gracias a sus bibliotecas integran algoritmos, asi como su capacidad
para el modelado estadistico y la visualizacion. Matlab permite una integracion de sefiales, imagenes
médicas y datos clinicos en un entorno unificado y cuenta con diferentes bibliotecas que tienen
algoritmos de ML. Ademads, Matlab genera c6digo en C/C++ lo que permite desarrollar dispositivos

médicos inteligentes.

Aunque cada uno de estos entornos tiene sus propias fortalezas, la eleccion depende en gran
medida del enfoque del proyecto. Por tanto, creemos que Matlab es la herramienta més adecuada
para este TFM debido a que permite integrar de manera efectiva flujos de trabajo complejos que
incluyen técnicas de preprocesamiento, validacidon cruzada, optimizacion de hiperpardmetros y
visualizacion de resultados, todos elementos esenciales para un estudio en el &mbito biomédico.
Ademas, ofrece un extenso conjunto de bibliotecas especializadas en técnicas de ML y analisis
estadistico. Asimismo, cuenta con aplicaciones que facilitan la implementacion y validacion de

algoritmos de aprendizaje automatico en archivos (Excel, CSV y otros).

Otro aspecto que refuerza la eleccion de Matlab es que este TFM se desarrolla dentro del

grupo de trabajo de la division de Disefio de Sistemas Integrados (DSI), que utiliza Matlab como su
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plataforma principal para las investigaciones. Esta integracion permite aprovechar experiencias

previas, recursos compartidos y una infraestructura ya establecida.

Varios estudios en el campo biomédico han demostrado la eficacia y el éxito de Matlab en
el desarrollo de algoritmos predictivos en investigaciones clinicas, resaltando su potencia analitica,
su capacidad de visualizacion avanzada y su facilidad para manejar grandes volumenes de datos

clinicos [151], [152].

En conclusion, aunque Python y R ofrecen herramientas para el analisis de datos y ML, se
ha optado por Matlab para el desarrollo de este TFM debido a su alineacion con el grupo de trabajo

de la division de DSI.

4.2. Metodologia

En este apartado se detalla el flujo de trabajo a seguir para desarrollar un modelo de
clasificacion que permita hacer predicciones de la base de datos de cancer de mama. El flujo de
trabajo se puede ver en la Figura 36 que incluye las siguientes fases que se desarrollan en Matlab

que son:

1. Preprocesamiento: recodificacion de datos (limpieza, renombrado y transformacion de
variables).

2. Procesamiento: division de los datos en conjuntos de entrenamiento y test.

3. Aprendizaje: entrenamiento y optimizacion de hiperparametros utilizando algoritmos
de Machine Learning.

4. Evaluacion: valoracion de la calidad del modelo (ROC, exactitud u otras métricas) y

obtencion del modelo final.

En las proximas secciones, se va a profundizar en las descripciones de cada una de las fases.

Etiquetas
7y

1

. Aprendizaje |:> Analisis Modelo
Entrenamiento del algoritmo de errores final
@EI> = DO Fet  J---===—Tc---uu-io .

Seleccion de
datos

| Etiquetasl

BBDD Transformacion I
de datos
PREPROCESAMIENTO PROCESAMIENTO APRENDIZAJE EVALUACION

Figura 36. Flujo de trabajo.
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4.2.1. Preprocesamiento

Antes de aplicar técnicas ML, se lleva a cabo un tratamiento de la BBDD para que se
garantice la coherencia, integridad y adecuacion del conjunto de datos. Primero se analizé la BBDD
que contiene los datos clinicos de las diferentes variables como pueden ser la edad, la presencia de
invasion vascular y las otras caracteristicas del tumor se hace la importacion en el entorno de Matlab.
Para leer el archivo se utiliza la funcion “readtable”, que permite cargar la informacion de manera
estructurada. Durante este proceso se debe manejar los valores perdidos y para ello se emplea el

parametro “TreatAsMissing” con indicadores como “.”y “NA” que se convierten en “NAN " para

su tratamiento posterior.

Cuando los datos estén cargados se procede a renombrar las variables utilizando funciones
como “renamevars’’y estructuras de mapeo a través de “containers.Map” con el fin de estandarizar
o hacer mas descriptivas las etiquetas de las columnas. En el Anexo 1 en la Tabla 17 puede ver la
recodificacion de todas las columnas y en el Anexo 2 se deja un extracto del Codigo 3 que se usa

para esta etapa.

También se convierten todas las variables categdricas a un formato numérico sustituyendo
las categorias que estan en texto (como las respuestas cualitativas) por valores numéricos
equivalentes, y luego transformar esas cadenas a tipo numérico usando funciones especificas de
Matlab, como “replace” y “str2double”. La razon principal para realizar esta conversion es
preparar los datos para su andlisis mediante técnicas de modelado predictivo y ML, las cuales
requieren que las variables sean numéricas para poder interpretarlas correctamente. Ademas, esta
transformacion ayuda a estandarizar el conjunto de datos y reduce las ambigiiedades en la
interpretacion de las categorias. Asi, se asegura de que todas las variables estén en un formato que
sea compatible con los métodos de analisis que se utilizardn mas adelante en Matlab. En el Anexo
2 se tiene un ejemplo de recodificacion de las variables categorica en el Codigo 4 y como se ha

guardado en un nuevo archivo Excel.

Ademéds, en esta fase es importante detectar valores ausentes en las variables clinicas e
inmunohistoquimicas. Por eso, se realizan estrategias de imputacion a los valores ausentes para
evitar sesgos y pérdidas de informacion en las etapas posteriores del analisis. Primero, se eliminan
la variable “caso”, ya que solo sirve como un identificador numérico para los registros y no aporta
valor informativo ni analitico al estudio. Luego, se clasifican las variables en tres grupos principales

segun su naturaleza:
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e (Categoricas dicotomicas: tienen dos posibles valores (como, por ejemplo, re, rp, her2, etc.)

e (ategoricas multiclase: tienen mas de dos posibles valores (como, por ejemplo, ki67 y
luminal)

e Numéricas continuas: tienen valores numéricos (como, por ejemplo, los marcadores

inmunologicos cuantificados)

En el caso de las variables categoricas, se utiliza la imputacion por moda, que consiste en
reemplazar los valores ausentes por la categoria mas frecuente en cada variable. Esta metodologia
es usada en contextos biomédicos por su efectividad y mantener la distribucion original de
clases[153]. En cuanto a las variables numéricas, se aplica la imputacion basada en el algoritmo k-
NN con un solo vecino (K=1), que completa los valores faltantes utilizando los datos del paciente
mas similar en el conjunto de registros completos. Esta técnica es ampliamente usada en contextos
clinicos debido a que preserva las relaciones multivariantes y mejora la precision de los modelos
predictivos [153]. En el Anexo 2 se describe detalladamente el procedimiento seguido para la

imputacion de los valores faltantes, acompanado del Codigo 5 que implementa el proceso.

La combinacion de estas estrategias permite crear un conjunto de datos completo y

coherente, ideal para los analisis de ML que se llevaran a cabo en la implementacion de este TFM.

4.2.2. Procesamiento

En esta etapa se realiza la division del conjunto de datos teniendo en cuenta las diferentes
muestras necesarias para cada uno de los experimentos propuestos. Una vez que se ha seleccionado
las muestras y para evaluar adecuadamente el modelo se dividen los datos en el proceso de

modelado, en el que se ha optado por:

e 80% Training (entrenamiento): se usa para entrenar el modelo y ajustar los
pardmetros del modelo. Ademas, para mejorar la configuracion y evitar el sobreajuste
(overfitting) [154] se usa cross validation (validacion cruzada) con 5-folds.

e 20% Test (prueba): que se destina a medir el desempeiio final del modelo con datos

que no se han visto antes.

Se ha optado por esta division debido a que permite maximizar la cantidad de datos
disponibles en el entrenamiento del modelo. Al aplicar validacion cruzada dentro del conjunto de
entrenamiento, es posible estimar de forma robusta el rendimiento general del modelo sin necesidad

de reservar una proporcion excesiva de datos para la evaluacion externa. De esta forma, el conjunto
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de test se mantiene independiente y se utiliza inicamente al final del proceso, para obtener una

evaluacion imparcial del rendimiento general del modelo entrenado.

En el entorno de Matlab se puede hacer esta division estructurada del conjunto de datos
usando las funciones randperm Yy cvpartition. Ademas, permite una evaluacion objetiva y
reproducible del modelo, asegurando que su rendimiento no se vea afectado por sesgos debido a una
distribucion inadecuada de los datos. Asimismo, garantiza que los resultados de cada experimento
reflejen de manera mas precisa la capacidad del modelo para generalizar ante nuevos datos. Por lo
tanto, esta fase es un paso importante en el proceso de ML en el ambito del diagnostico médico

asistido por inteligencia artificial.

Ademas, se propone llevar a cabo una seleccion de caracteristicas en algunos de los
experimentos para mejorar el rendimiento de los modelos y simplificar su complejidad. Se tendran
en cuenta las técnicas que se han descrito en la seccion 2.4 debido a que son herramientas ttiles para
identificar las caracteristicas mas relevantes, basandose en la relacion con la variable objetivo y
utilizando diferentes criterios estadisticos. Ahora mismo no se puede decidir cual se utilizara debido

a que dependera de los datos que se tenga para cada experimento.

4.2.3. Aprendizaje del algoritmo

En esta fase se realiza el entrenamiento en donde se ha elegido un enfoque de ML
supervisado porque se tiene una BBDD con conjuntos de datos etiquetados. El objetivo aqui es
predecir una variable especifica, como puede ser si existe metéstasis o el subtipo molecular de
cancer de mama, a partir de un conjunto de caracteristicas predictivas. Por lo que se escoge este tipo
de aprendizaje ya que se conocen los valores que se quieren predecir y se busca aplicar ese

conocimiento a nuevos casos.

En la seccion 2.3 se describieron las principales familias de algoritmos supervisados, como
pueden ser regresion logistica, SVM, decision trees o k-NN. Ahora, en esta seccion, se detallan qué
tipos de algoritmos se seleccionan de los anteriores para ello se va a tener en cuenta, su aplicabilidad
al problema clinico planteado. Dado que los conjuntos de datos que se tiene son reducidos (entre
181 y 141 registros) sera un aspecto para tener en cuenta para elegir los modelos mas adecuados

para cada experimento.

Asimismo, en la eleccion de cada tipo de algoritmo se ha tenido en cuenta la alta

dimensionalidad (variables/caracteristicas) y las posibles correlaciones entre variables. Para cada
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tipo de modelo se ha optado por la variante que proporciona mejor equilibrio entre rendimiento

predictivo, capacidad de generalizacion y estabilidad.

En el caso de SVM, se selecciona la variante Medium Gaussian SVM, correspondiente a
un modelo con Radial Basis Function (RBF) con escala media. Esta eleccion se justifica por su
capacidad para proyectar los datos en un espacio no lineal sin requerir una configuracion
excesivamente compleja ni sobreajustada, lo que es adecuado para conjuntos clinicos con alta
dimensionalidad y tamafio reducido. Ademas, este algoritmo permite encontrar una frontera de
decision no lineal con un nivel de flexibilidad intermedio, suficiente para capturar patrones clinicos

relevantes sin sacrificar generalizacion [155].

Para el modelo k-NN, se ha elegido la variante Weighted k-NN, donde la influencia de cada
vecino en la decision final se pondera en funcion de su distancia respecto al punto de test. Este
enfoque mejora la sensibilidad y estabilidad del modelo en situaciones donde existen estructuras
locales complejas o las clases estan parcialmente solapadas, condiciones comunes en datos clinicos
reales. Ademas, el modelo se adapta bien a conjuntos pequefios, no requiere entrenamiento explicito,
y es especialmente adecuado cuando el espacio de caracteristicas presenta densidades dispares entre

grupos de pacientes [156].

En cuanto a la regresion logistica que, a pesar de su nombre, se utiliza para tareas de
clasificacion, se opta por la Efficient Logistic Regression. Este es una variante que mantiene la
formulacion estadistica clésica, pero incorpora métodos de optimizacion eficientes que permiten
entrenar el modelo con mayor rapidez y estabilidad en presencia de un niumero elevado de variables
predictoras. Este modelo es til en contextos clinicos donde la interpretabilidad de los coeficientes
es esencial para extraer conclusiones sobre la relevancia de cada variable [157]. Gracias a su
naturaleza lineal y facilmente interpretable, este modelo es especialmente adecuado como modelo
de referencia para comparar el impacto de distintas técnicas de seleccion de caracteristicas, ya sea
mediante métodos estadisticos tradicionales (mds atrds en la seccion 2.4), o mediante técnicas de
analisis de importancia de variables mas avanzadas, como SHAP (Shapley Additive Explanations)
[158]. Este algoritmo se ha elegido para clasificar las predicciones (categoricas) de los ganglios
linfaticos axilares con metastasis (ALN") o sin metéstasis (ALN-) asi como del subtipo molecular

de cancer TNBC o Luminal A).

Finalmente, se selecciona el tipo Medium Tree entre los decision trees debido a que permite

capturar relaciones no lineales moderadas sin incurrir en sobreajuste, como puede ocurrir con

74| Pagina



arboles demasiado profundos. La estructura jerarquica del modelo y sus reglas condicionales
simples permiten extraer conocimiento explicito sobre las combinaciones de variables que conducen
a la clasificacion, lo cual es especialmente valioso cuando se trabaja con equipos clinicos que

necesitan interpretar las decisiones del modelo de forma intuitiva [159].

4.2.4. Evaluacion

Para evaluar el rendimiento de los modelos, se va a utilizar la técnica de validacion cruzada
(5-folds) ya que este método da estimaciones mas confiables sobre el rendimiento general del
modelo cuando se tienen pocos datos. Otras técnicas, como la validacion por resustitucion, se
descartan debido a su alta tendencia al sobreajuste, y la validacion por particion simple (holdout) no

aprovecha todo el conjunto de datos, lo que puede llevar a estimaciones menos estables.

Cuando se trata de las métricas de evaluacion, se utilizaran diferentes medidas segln el tipo
de problema que se esté tratando. Como en este TFM se hace clasificacion se consideran las métricas

que se describieron en la seccion 2.5.2.

Estas métricas facilitan la interpretacion de los resultados de manera sencilla y una vez que

esté validado el modelo se exporta como una funcion o script para predecir nuevos casos.

4.3. Conclusiones

En este capitulo se describe el marco del trabajo en el que se evaltian los entornos de Python,
R y Matlab a nivel general y el impacto que tienen en la investigacion médica para el desarrollo de
soluciones clinicas. Asimismo, se hace la eleccion del entorno de Matlab para realizar este TFM
debido a que se alinea con el grupo de trabajo de DSI y, ademds, es un entorno robusto en

aplicaciones clinicas y modelos predictivos.

Ademés, se expone el flujo de trabajo que se sigue, en donde se parte de un archivo Excel
con datos de cancer de mama, se recodifican y limpian las variables para su uso en Matlab, se
separan en subconjuntos de entrenamiento/validacién/prueba, y se entrena un modelo de
clasificacion. Siguiendo esta metodologia se garantizan datos consistentes y correctamente
recodificados. También se han decidido los tipos de algoritmos que se van a usar para los
experimentos, se valida la robustez del clasificador en datos no vistos (conjunto de test) y se prepara

el modelo final para su uso real.
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Capitulo 5.Implementacion de la metodologia

En este capitulo se desarrolla la metodologia planteada para los diferentes experimentos
con técnicas de ML. Esta metodologia ha tenido en cuenta los articulos previamente publicados

para permitir su posterior comparacion.

Como ya se ha comentado en anteriores capitulos, en los estudios estadisticos [5], [12] y
[13] se usa la misma base de datos pero con diferentes registros de pacientes. Por este motivo se ha
decidido inicialmente realizar la primera fase de preprocesamiento a toda la BBDD, o sea, a los 181
registros de pacientes. Después, para cada uno de los experimentos se seleccionan las muestras que
se necesitan (teniendo en cuenta Figura 31 y Figura 32) y se hace la comparacion de los resultados

obtenidos con las técnicas de ML con los de los estudios.

5.1. Experimentos. Prediccion de metastasis axilar mediante algoritmos de ML

En este apartado se llevan a cabo los diferentes experimentos que se hacen con las muestras
seleccionadas de la base de datos para la prediccion de metastasis axilar mediante algoritmos de ML
en [12]. Para esto se sigue el flujo de trabajo de la Figura 36 en la que, como anteriormente se ha
hecho la parte de preprocesamiento inicial, en la que se ha renombrado las variables, recodificacion

de los Strings e imputacion de los valores faltantes, de los 181 registros de pacientes.

Inicialmente se realiza un experimento con los 181 registros y después se hacen otros
experimentos en donde se seleccionan los 141 registros de pacientes que se usod en el estudio

estadistico [12].

En el Codigo 1 se puede ver como se ha hecho la seleccion de las 141 muestras

(preprocesamiento) en las que se ha tenido en cuenta el diagrama de la Figura 32.
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% Se convierten todas las variables a numérico

filtro_invasion_vascular = ismember(datos_sin_caso.invasion_vascular, [0, 1]);
T filtrada_invasion_vascular = datos_sin caso(filtro_invasion vascular, :);

% Se filtro: invasion_vascular distinto de @ o 1 (o NaN) Y her2 ==
filtro_invasion_vascular_extra = ...

(~ismember(datos_sin_caso.invasion_vascular, [0, 1]) |
isnan(datos_sin_caso.invasion_vascular)) & ...

datos_sin_caso.her2 == 0;
% Se unen ambos filtros
T _141REG = datos_sin_caso(filtro_invasion _vascular | filtro_invasion_vascular_extra, :);

writetable(T_141REG, 'T_141REG.xlsx");

Cédigo 1. Seleccion de las muestras (141 registros de pacientes).

En los siguientes apartados se usa la muestra de 181 y 141 registros de pacientes con

diferentes variables seleccionadas ya que se ha descartado algunas variables que podrian no ser

relevan

tes (por ejemplo, la variable “caso”) u otras que pudieran tener datos que incluyan

informacion de lo que se intenta predecir [160].

5.1.1.

Experimento 1. Seleccion de variables (top 10) con los 181 registros

En este andlisis se parte de disefio de la Figura 37 en la que los 181 registros de pacientes

estan en el dataset y se cuenta con 42 variables inmunoldgicas, clinicas y patologica. En este estudio

se hace

una clasificacion en la que la variable a clasificar es ganglios metastasis, que indica si los

anglios linfaticos axilares tienen metastasis (ALN" o clase 0) o sin metastasis (ALN- o clase 1),
gang y

el resto son los indicadores (41 variables).
Etiquetas| — -,
Etiquetas Entrenamiento Aprendizaje |I
N 20% I del algoritmo Analisis
! ! ! |:> Test 20% 1 de errores
3 S R |
181 registros de T e
pacientes
PREPROCESAMIENTO PROCESAMIENTO APRENDIZAJE EVALUACION

Figura 37. Diseiio del experimento 1.

Como punto de partida se evalua las variables que no se van a incluir en el modelo ya que

contiene informacién de la existencia de metastasis. Por tanto, se descartan las variables que como

pueden

ser recaido 120 meses, periodo recaida 120 meses, supervivencia 120 meses y

ganglios numero_mestastasis debido a que estas variables de manera indirecta contienen la
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prediccion y estaria sesgada. Para la seleccion de las variables para este primer experimento se tiene
en cuenta las anteriores a descartar y, ademas, se aplica el algoritmo de ReliefF y Kruskal Wallis
para seleccionar un top 10 de variables. Esto se hace con el fin de crear modelos mas compactos
que mantengan un alto rendimiento predictivo, al mismo tiempo que mejoren la simplicidad, la
interpretabilidad y la eficiencia del sistema de clasificacion. Por tanto, para este primer experimento
se lleva a cabo el flujo del disefio de Figura 38 y se comparan los modelos que se obtienen con las

diferentes selecciones de variables.

Para el andlisis, se compararon los modelos Medium Gaussian SVM, Medium Tree, Efficient
Logistic Regression y Weighted k-NN que fueron entrenados utilizando las variables predictoras
seleccionadas para los diferentes tops 10 (Figura 39 y Figura 40) en donde solamente tienen en
comun invasion vascular y cd68gn m. Ademads, todos los modelos se validaron en la fase de
entrenamiento con una validacion cruzada (de 5-folds para el ajuste de hiperparametros en donde
cada iteracion se entrena con 4-folds y valida con 1, rotando en cada ciclo) utilizando un conjunto
de datos que consta de 145 observaciones. A continuacion, se hace el aprendizaje de los diferentes

algoritmos y mediante diferentes métricas se decide qué modelo es el mas fiable.
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181 registros y 20% fest
41 variables

Se selecciona 80% train

145 registros y
41 variables

Seleccion de top 10
mediante algoritmo

Kruskal

Reliefk Wallis

145 registros y
10 variables

Entrenamiento del
modelo ML

(por top 10)

36 registros y
10 variables (por
top 10)

Evaluacion de los
modelos

(por top 10)

Figura 38. Flujo de disefio con la seleccion de las variables mediante los algoritmos de seleccion de variables.
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Importance score: 0.201841
Feature: invasion_vascular

Importance score: 0.0312348
Feature: rp

Importance score: 0.0303294
Feature: foxp3gn_m_bis

Importance score: 0.0264565
Feature: cd68intra_m

Importance score: 0.0262084
Feature: foxp3intra_m_bis

Importance score: 0.0259686
Feature: cd8intra_m

Features

Importance score: 0.025446
Feature: cddgn_m

Importance score: 0.021299
Feature: cd68gn_m

Importance score: 0.0202593
Feature: lamp3gn_m

Importance score: 0.0172293
Feature: cd57gn_m
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Importance scores

Figura 39. Variables con puntuaciones mas alta (top 10 del algoritmo ReliefF)
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Importance score: 24.3779
Feature: invasion_vascular
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Feature: cd21intra_m
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Importance score: 6.22795
Feature: s100gn_m
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Importance score: 5.31927
Feature: invasion_perineural
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Importance score: 5.28099
Feature: diametro_tumor

Qg

Importance score: 4.73195
Feature: cd123gn_m

Features

Importance score: 4.67411
Feature: cd68gn_m

d .
Importance score: 3.85939
Feature: tratamiento_neoadyuvante

Importance score: 2.88258
Feature: cd8gn_m

Importance score: 2.69157
Feature: grado

1 1 1 1
0 5 10 15 20 25
Importance scores

Figura 40. Variables con puntuaciones mas alta (top 10 del algoritmo Kruskal Wallis)
5.1.1.1 Fase de entrenamiento del experimento 1

En la Figura 41 y Figura 42 se tienen una comparacion de distintas métricas de rendimiento

entre los modelos entrenados con el top 10 variables predictoras seleccionadas con el algoritmo
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ReliefF y Kruskal Wallis respectivamente. En el caso del clasificador Medium Tree, el método
Kruskal-Wallis evidenci6 un desempefio claramente superior donde alcanzo6 un accuracy del 78,6
%, con un F1-score de 79,5 % para la clase 0y 77,7 % para la clase 1. En contraste, ReliefF obtuvo
un accuracy de apenas 71,7 %, acompaifiada de F1-scores de 72,8 % (clase 0) y 70,5 % (clase 1).
Esto indica que Kruskal-Wallis permite una mejor deteccion tanto de los casos con metastasis como

de los casos sin metastasis en este modelo.

Para el modelo de Efficient Logistic Regression, los resultados favorecen a la seleccion que
se hizo con el algoritmo ReliefF, que obtuvo un accuracy del 77,9 %, con F1-scores de 78,1 % para
la clase 0y 77,8 % para la clase 1. Por su parte, Kruskal Wallis mostré un rendimiento menor, con
un accuracy de 75,2 % y Fl-scores de 75,7 % y 74,6 % para las clases 0 y 1, respectivamente. Este
comportamiento sugiere que ReliefF es mas eficaz en la seleccion de caracteristicas relevantes para

este modelo lineal.

En cuanto al modelo Medium Gaussian SVM, ambos métodos muestran rendimientos
similares en el que ReliefF tiene un accuracy de 76,6 %, con Fl-scores de 75,0 % (clase 0) y 77,9
% (clase 1), mientras que Kruskal Wallis obtuvo un accuracy levemente inferior (75,9 %), con F1-
scores de 75,9 % y 76,2 %, respectivamente. Aunque las diferencias son minimas, se observa que
Kruskal Wallis mantiene un balance mas uniforme entre ambas clases, mientras que ReliefF tiende

a favorecer la clase 1.

Con el modelo Weighted k-NN, Kruskal Wallis vuelve a superar a ReliefF con un accuracy
alcanzada fue de 75,2 %, con Fl-scores de 75,0 % para la clase 0 y 75,3 % para la clase 1. En
cambio, ReliefF presentd valores mas bajos en todas las métricas: accuracy de 72,4 %, F1-score de

72,6 % (clase 0) y 72,2 % (clase 1).
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77,9%78,1%77,8% 76,6%75, 05 1:9%

71,7% 72.8%70.5% I I I I 72,4% 72,6%72 29,

Medium Tree Efficient Logistic Medium Gaussian SVM Weighted k-NN
Regression
B Accuracy F1-Score: Clase 0 mF1-Score: Clase 1

Figura 41. Comparacion de distintas métricas de rendimiento entre los modelos entrenados con el top 10 variables

predictoras seleccionadas con el algoritmo ReliefF. (Validacion con 5-folds).

78,6% 79,5%77,7%

75.2%75,7%74,6% 75,9%75,5%/6,2% 75,2% 75,0%75,3%
Medium Tree Efficient Logistic Medium Gaussian SVM Weighted k-NN
Regression
B Accuracy F1-Score: Clase 0 mF1-Score: Clase 1

Figura 42. Comparacion de distintas métricas de rendimiento entre los modelos entrenados con el top 10 variables

predictoras seleccionadas con el algoritmo Kruskal Wallis. (Validacion con 5-folds).

En cuanto a la métrica de matriz de confusion que se pueden observar en Figura 43 (top 10
ReliefF) y en la Figura 44 (top 10 Kruskal Wallis) se observan diferencias relevantes en la capacidad
de los modelos para detectar correctamente a los pacientes con metastasis (clase 0). En la Figura 43

de ReliefF, los valores de TPR (sensibilidad) para la clase 0 son generalmente inferiores en
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comparacion con los obtenidos en Kruskal-Wallis. EI modelo mas equilibrado en ReliefF es
Efficient Logistic Regression, con un TPR del 76,0% en la clase 0 y del 80,0% en la clase 1, por lo
que tiene un buen desempefio, pero no optimo. El modelo Medium Gaussian SVM, aunque destaca
con un TPR del 85,7% en la clase 1 (pacientes sin metéstasis), presenta el mas bajo TPR del 68,0%
en la clase 0, lo cual resulta clinicamente problematico al aumentar el riesgo de falsos negativos en

casos criticos.

En contraste, en la Figura 44 de Kruskal-Wallis, se observa una mejora general en la
deteccion de las metéstasis. El modelo Medium Tree alcanza un TPR del 80,0% para la clase 0 y
una FNR reducida al 20,0%, siendo el mejor modelo en términos clinicos, al minimizar el riesgo de
omitir pacientes con metastasis. Ademas, mantiene un TPR elevado también para la clase 1 (77,1%),
por lo tiene un buen equilibrio. En este conjunto, tanto Medium Gaussian SVM como Weighted k-
NN también mejoran su sensibilidad (ALN") respecto a ReliefF, alcanzando un TPR del 72,0% para
la clase 0. La Efficient Logistic Regression muestra un leve descenso en su TPR para la clase 0
(74,7%) respecto al mismo modelo con el top 10 de ReliefF, aunque se mantiene con un rendimiento

aceptable.

Al comparar las curvas ROC obtenidas para el top 10 de ReliefF (Figura 45) y Kruskal Wallis
(Figura 46) permiten evaluar la capacidad discriminativa de cada modelo para distinguir entre
pacientes con y sin metastasis. En el conjunto de variables seleccionadas mediante ReliefF, se puede
ver que los modelos Efficient Logistic Regression, Medium Gaussian SVM y Weighted k-NN
presentan valores muy similares y elevados de ROC (0,8438, 0,84 y 0,8419, respectivamente), por
lo que tiene un rendimiento global robusto en términos de clasificacion. En contraste, el modelo
Medium Tree obtiene un valor de ROC mas bajo (0,6578), lo que sugiere una capacidad

discriminativa limitada en este conjunto de variables.

Por otro lado, al emplear las variables seleccionadas mediante Kruskal-Wallis, se observa
un cambio en el rendimiento de algunos modelos. El modelo Efficient Logistic Regression mantiene
un alto valor de ROC (0,8427), muy cercano al obtenido con ReliefF. El modelo Medium Tree
mejora su rendimiento respecto al conjunto de ReliefF, alcanzando un ROC de 0,8139, lo que
refuerza los buenos resultados de las métricas de sensibilidad y acccuracy. El modelo Medium
Gaussian SVM mantiene un buen rendimiento (ROC = 0,82), aunque ligeramente inferior al visto
en ReliefF (ROC = 0,84), mientras que el modelo Weighted k-NN muestra un descenso en su
rendimiento (ROC = 0,779), siendo el menos competitivo de Kruskal Wallis.
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Figura 43. Matrices de confusion para los modelos durante la validacion cruzada (top 10 del algoritmo ReliefF).
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Figura 44. Matrices de confusion para los modelos durante la validacion cruzada (top 10 del algoritmo Kruskal Wallis).
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Figura 45. Curvas ROC de los modelos durante la validacion cruzada (top 10 del algoritmo ReliefF).
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Figura 46. Curvas ROC de los modelos durante la validacion cruzada (top 10 del algoritmo Kruskal Wallis).

En la Tabla 6 se puede ver un resumen de las métricas obtenidas durante el entrenamiento

con validacién cruzada de 5-folds para los diferentes modelos evaluados, en funcién del conjunto
de variables seleccionadas (top 10 mediante ReliefF y Kruskal Wallis). Se recopilan indicadores

clave como accuracy, el area bajo la curva ROC, la sensibilidad, la especificidad y el F1-score. Es

importante sefialar que, en el contexto clinico, se ha prestado especial atencion al Fl-score de la

clase 0 (pacientes con metastasis), ya que en este contexto es importante reducir al minimo los falsos

negativos.
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Tabla 6. Resumen de las métricas de validacién (entrenamiento con validacion cruzada de 5-folds)

True Positive Rate (TPR)

Modelo Top 10 Acc,‘;”‘cy ROC  Sensibilidad % Especificidad % Fl-score %

usado ° (ALN") (ALN) (ALN")

Medium Tree ReliefF 71,7 0,72 72,0 75,7 72,8

EfﬁmenF Logistic ReliefF 77.9 0.83 744 78.6 78.1

Regression

Medium Gaussian ReliefF

SUM 76,6 0,82 69,3 82,9 75,0

Weighted k-NN ReliefF 72,4 0,82 73,3 77,1 72,6

Medium Tree Kruskal 78,6 0,78 81,3 72,9 79,5
Wallis

Efﬁc1enF Logistic Kruskal 752 0.87 76.0 80.0 757

Regression Wallis

Medium Gaussian Kruskal

SUM ey 75,9 0,86 76,0 81,4 75,5

Weighted k-NN Kruskal 75.2 0,83 74,7 80,0 75,0
Wallis

5.1.1.2 Fase de prueba del experimento 1

Para evaluar el rendimiento de los diferentes modelos de ML y evitar problemas de
sobreajuste, se utilizo para la validacion del conjunto de las muestras que se habia reservado (20%)
para la evaluacion final de cada modelo. Como inicialmente se habia hecho la division del modelo
con todas las variables en esta fase se tienen dos test diferentes (uno con las variables del top 10 de

ReliefF y otro de Kruskal Wallis).

En esta evaluacion de los modelos se tienen diferencias entre los modelos entrenados con
las variables seleccionadas con ReliefF y por Kruskal Wallis. En las matrices de confusion de la
Figura 47 (ReliefF), el modelo que muestra mejor equilibrio es Efficient Logistic Regression, con
una sensibilidad (TPR clase 0) del 76,5% y una especificidad (TPR clase 1) del 78,9%. Sin embargo,
el modelo Medium Tree presenta una sensibilidad mucho mas baja (52,9%), lo que indica una alta
tasa de falsos negativos en pacientes con metastasis (47,1%), lo cual es clinicamente no deseable.
Los modelos Medium Gaussian SVM y Weighted k-NN tienen una sensibilidad aceptable (70,6%)
pero también muestran una tasa de error mas elevada en la clase 1. Por otro lado, en la Figura 48
(Kruskal Wallis) todos los modelos mejoran en la deteccion de la clase 0 en donde se destaca
Medium Gaussian SVM, con una sensibilidad del 88,2% y una especificidad del 78,9%, lo que
refleja un buen desempefio clinico en ambas predicciones (con y sin metéstasis respectivamente).
Asimismo, Efficient Logistic Regression y Weighted k-NN alcanzan valores similares (82,4% de

sensibilidad y 78,9% de especificidad), mejorando respecto a su rendimiento con ReliefF. Medium
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Tree, que habia sido el de menor sensibilidad con ReliefF, mejora hasta un 76,5% de TPR en la

clase 0.
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o o
o o
L L
o o
£ £
1 21.1%
0 1 TPR FNR 0 1 ENR
Predicted Class Predicted Class
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o o
o o
L L
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Predicted Class

o 1
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Figura 47. Matrices de confusion para los modelos en test (top 10 del algoritmo ReliefF).
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Figura 48. Matrices de confusion para los modelos en test (top 10 del algoritmo Kruskal Wallis).

En cuanto al area bajo la curva ROC, los modelos entrenados con Kruskal-Wallis superan
también a los de ReliefF. El modelo Medium Gaussian SVM alcanza el mayor valor de ROC
(0,8916), seguido por Weighted k-NN (0,87) y Efficient Logistic Regression (0,8607), todos por
encima de sus equivalentes con ReliefF, cuyos valores ROC que estan entre 0,7957 y 0,8419. Esto

indica que, con Kruskal-Wallis, los modelos logran una mejor capacidad discriminativa global.

Al comparar estos resultados de test con los del entrenamiento, se puede ver que hay una
ligera caida en algunos ROC respecto al entrenamiento. Asimismo, el modelo Medium Tree en el
entrenamiento con ReliefF era débil y sigue siéndolo en test, mientras que con Kruskal-Wallis
mejora significativamente en ambas fases. Esto sugiere que las variables seleccionadas a través de

Kruskal Wallis son mas estables y relevantes para el problema clinico.
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Figura 49. Curvas ROC para los modelos en test (top 10 del algoritmo ReliefF).
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En la Tabla 7 se e muestra una comparativa de los resultados de los modelos desarrollados
en el estudio [12] (Modelos 1 y 2, resaltados en gris) y los obtenidos en este primer experimento.
Para asegurar una comparacion valida, se consideraron Unicamente las métricas comunes entre
ambos estudios: el area bajo la curva ROC, la sensibilidad (verdaderos positivos para clase 0 —
pacientes con metastasis) y la especificidad (verdaderos positivos para clase 1 — pacientes sin

metastasis).

Tabla 7. Comparativa de las métricas de test de los diferentes modelos del experimento 1 con el estudio [12].

True Positive Rate (TPR)

Accuracy

Modelo Top 10 o ROC Sensibilidad % Especificidad %
usado ° (ALNY) (ALNY)

Modelo 1 [12] - - 0,94 83,9 90,0
Modelo 2 [12] - - 0,84 71,4 87,1
Medium Tree ReliefF 63,9 0,84 52,9 73,7
Efficient Logistic ReliefF 77.8 0,82 76,5 78,9
Regression

Medium Gaussian SVM ReliefF 69.4 0,80 70,6 68,4
Weighted k-NN ReliefF 69,4 0,79 70,6 68,4
Medium Tree Kruskal Wallis 75,0 0,77 76,5 73,7
Efficient Logistic Kruskal Wallis 778 0.85 82,4 73,7
Regression

Medium Gaussian SVM Kruskal Wallis 83,3 0,89 88,2 78,9
Weighted k-NN Kruskal Wallis 80,6 0,87 82,4 78,9

El Modelo 1 del articulo destaca por su alto rendimiento global, alcanzando una ROC de
0,9400, una sensibilidad del 83,9% y una especificidad del 90,0%. Por su parte, el Modelo 2 presenta
métricas mas moderadas, con un ROC de 0,8460, sensibilidad de 71,4% y especificidad de 87,1%.

Entre los modelos que se entrenaron utilizando el top 10 generado por ReliefF, el que mostro
el mejor rendimiento fue la Efficient Logistic Regression, con una ROC de 0,8204, una sensibilidad
del 76,5% y una especificidad del 78,9%. Aunque no supera los resultados de los modelos
previamente publicados, se acerca al Modelo 2 en términos de ROC y lo supera ligeramente en
sensibilidad (76,5% frente a 71,4%), lo que podria ser clinicamente beneficioso para la deteccion
de metastasis, sin embargo, su especificidad es un poco mas baja. Por otro lado, el modelo Medium
Tree con ReliefF presenta una sensibilidad bastante baja (52,9%) y, aunque su ROC alcanza 0,8419,

por lo que no tiene un buen rendimiento clinico.

Los modelos que se entrenaron utilizando las variables seleccionadas a través de Kruskal

Wallis mostraron una mejora significativa en comparacion con el conjunto de ReliefF. El modelo
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Medium Gaussian SVM logré una ROC de 0,8916, con una sensibilidad del 88,2%, superando
incluso al Modelo 1 del articulo en esta métrica, aunque con una especificidad algo menor (78,9%).
Este resultado indica una excelente capacidad para identificar pacientes con metastasis, lo cual es
especialmente valioso en entornos clinicos donde la prioridad es reducir al minimo los falsos
negativos. Por su parte, el modelo Weighted k-NN también presentd unas buenas métricas, con una
ROC de 0,8700, una sensibilidad del 82,4% y una especificidad del 78,9%, superando asi en todas

las métricas al Modelo 2 del articulo.

A partir de esta comparacion, se puede concluir que el modelo Medium Gaussian SVM, que
fue entrenado con el top 10 de Kruskal-Wallis, es el que muestra el mejor desempeiio en
comparacion con los modelos existentes. Este modelo supera al Modelo 1 en sensibilidad y cuenta
con una ROC alta. Estos resultados sugieren que utilizar Kruskal Wallis para seleccionar variables
mejora notablemente el rendimiento de los modelos de ML en la deteccion de metastasis en

pacientes con cancer de mama.

5.1.2. Experimento 2. Con 35 variables y 141 registros

En este andlisis se ha hecho la seleccion de los 141 registros de pacientes siguiendo el
diagrama de seleccion de registros de la Figura 32. Asimismo, se sigue el disefio de la Figura 51 en
la que los 141 registros de pacientes y que cuenta con 42 variables inmunologicas, clinicas y
patoldgica. Se ha decido descartar las variables que tienen que ver con el seguimiento clinico en un
periodo de 120 meses de seguimiento ya que podrian tener informacién de la prediccion y “caso”
que es un identificador. O sea, las variables que han sido eliminadas son: supervivencia 120 meses,
recaido 120 meses, periodo_recaida 120 meses, fallecido_cancer 120 meses,
fallecido 120 meses, ganglios numero metastasis y caso. Ademads, en este estudio se vuelve
clasificar la variable ganglios metastasis con 35 variables y para evaluar el rendimiento del modelo
de ML de manera que se eviten problemas de sobreajuste se ha usado para la validacion cruzada de
5-folds en la fase de entrenamiento con el 80% de las muestras (113 observaciones) y se evaliian los
modelos con el 20% restante (28 observaciones). Como en el experimento anterior, para el analisis
se compararon los modelos Medium Gaussian SVM, Medium Tree, Efficient Logistic Regression y

Weighted k-NN que fueron entrenados utilizando las 35 variables predictoras
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Figura 51. Disefio del experimento 2.
5.1.2.1 Fase de entrenamiento del experimento 2

En la Figura 52, se puede ver que el modelo el modelo Medium Gaussian SVM presenta el
mejor desempeio global entre los evaluados con un accuracy del 80,5%, con valores de F1-score

equilibrados para ambas clases (82,3% para la clase 0 y 78,4% para la clase 1).

El modelo Medium Tree también muestra un rendimiento sélido, con un accuracy del 79,6%
y Fl-scores similares (80,7% para clase 0 y 78,5% para clase 1). En cuanto a los modelos Weighted
k-NNy Efficient Logistic Regression tienen un accuracy inferior de 75,2% y 74,3% respectivamente
lo que indica una capacidad limitada para clasificar correctamente. En términos de Fl-score,
Weighted k-NN presenta un valor de 74,1 % para la clase 0 y 76,3 % para la clase 1, mientras que
el modelo Efficient Logistic Regression muestra un F1-score de 75,6 % para la clase 0 y 72,9 %
para la clase 1. Estos resultados confirman que ambos modelos se desempefian por debajo de los
otros modelos, tanto en términos de accuracy como de eficacia en la discriminacidn entre pacientes

con y sin metastasis.

o, 80,7% 0 80,5% 82,3%g 40
79,6% 078,5% 74.3% 75,6%72’9% () 78,4% 75.2% 74’1%76’3%

Medium Tree Efficient Logistic Medium Gaussian SVM Weighted k-NN
Regression
B Accuracy F1-Score: Clase 0 mF1-Score: Clase 1

Figura 52. Comparacion de distintas métricas de rendimiento entre los modelos entrenados del experimento 2 (Validacién
con 5-folds).
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La métrica de matriz de confusion de lo diferentes modelos para este experimento se puede
ver en la Figura 53, los modelos Medium Gaussian SVM, Medium Tree y Efficient Logistic
Regression destacan por sus altos valores de sensibilidad (TPR) para la clase 0, (con metastasis),
alcanzando cifras del 87,9%, 82,8% y 77,6%, respectivamente. Esto sugiere que estos modelos

tienen una gran capacidad para identificar correctamente los casos clinicamente mas criticos.

Por otro lado, el modelo Weighted k-NN no se desempefia tan bien en esta clase, con una
sensibilidad del 69,0%, lo que significa un mayor riesgo de falsos negativos en pacientes con

metastasis, algo que no es deseable en un entorno clinico.

En lo que respecta a la clase 1 (sin metastasis), el modelo Weighted k-NN obtiene el mejor
resultado, con una especificidad (TPR de clase 1) del 81,8%, seguido por el Medium Tree (76,4%)
y el Medium Gaussian SVM (72,7%). Estos resultados indican que el modelo k-NN es mas
conservador, priorizando la reduccion de falsos positivos, aunque esto implique una menor

sensibilidad para la clase 0.

En la Figura 54 se muestran las curvas ROC obtenidas para cada uno de los modelos en la
que el modelo con mejor rendimiento global es el Medium Gaussian SVM, con una ROC de 0,8975,
por lo que tiene una buena capacidad para diferenciar entre pacientes con y sin metastasis. Le sigue
el modelo Weighted k-NN, con una ROC de 0,8542, que también muestra una alta discriminacion,

aunque ligeramente inferior.

La Efficient Logistic Regression alcanza una ROC de 0,8116, lo que refleja un rendimiento
mas moderado en comparacion con los anteriores. Finalmente, el modelo Medium Tree presenta el
valor de ROC més bajo (0,7861), aunque se mantiene por encima del umbral minimo considerado
adecuado (ROC > 0,75), lo que sugiere un buen comportamiento, pero limitado respecto a los

demas.
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Figura 53. Matrices de confusion del experimento 2 para los modelos durante la validacion cruzada.
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Figura 54. Curvas ROC de los modelos durante la validacion cruzada del experimento 2.

99|Pagina



En la Tabla 8 se tiene un resumen de las métricas que se han recabado del experimento 2 en
la que se puede ver que los resultados del modelo Medium Gaussian SVM presenta una mejor en
discriminacion global ya que tiene buenos resultados en las métricas de sensibilidad y F1-score para

la clase 0 (metastasis).

Tabla 8. Resumen de las métricas de validacion del experimento 2 (entrenamiento con validacién cruzada de 5-folds)

True Positive Rate (TPR)

Accuracy

Modelo Y ROC  Sensibilidad % Especificidad % Fl-score %
0 (ALNY) (ALNY) (ALNY)

Medium Tree 79,6 0,79 82,8 76,4 80,7
Efficient Logistic 743 0.81 77,6 70,9 75,6
Regression

Medium Gaussian

SVM 80,5 0,90 87,9 72,7 82,3
Weighted k-NN 75,2 0,85 69,0 81,8 74,1

5.1.2.2 Fase de prueba del experimento 2

En la Figura 55 se tiene las matrices de confusion para los modelos en test en la que se puede
ver que la sensibilidad para la clase 0, los modelos Medium Gaussian SVM y Efficient Logistic
Regression presentan el mejor desempefio, alcanzando ambos un TPR del 82,4%, lo que indica una
buena capacidad para identificar correctamente a los pacientes con metastasis. Les siguen Medium

Tree y Weighted k-NN, ambos con una sensibilidad del 76,5%.

En relacion con la clase 1, se observa que los modelos Efficient Logistic Regression,
Weighted k-NN y Medium Tree obtienen una especificidad del 72,7%, mientras que el modelo
Medium Gaussian SVM presenta una especificidad mas baja (63,6%), lo que indica una mayor tasa

de falsos positivos en la identificacion de pacientes sin metastasis.

Desde la perspectiva del rendimiento general, las curvas ROC (Figura 56) indican que el
modelo Medium Gaussian SVM se destaca con la mejor ROC de 0,877, por lo que tiene una gran
capacidad para discriminar. Después se encuentra el modelo Weighted k-NN con una ROC de
0,8503, lo que indica que tiene un rendimiento equilibrado. El modelo de Efficient Logistic
Regression también muestra un buen desempefio con una ROC de 0,8182, mientras que el Medium
Tree se queda atrds con la ROC maés baja de 0,7299, sugiriendo un rendimiento mas limitado en

comparacion con los demas.

Al comparar estos resultados con los que se obtuvieron durante el entrenamiento, se nota

una ligera caida en el rendimiento de todos los modelos, especialmente en lo que respecta a la
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especificidad. Lo que sugiere esta disminucion es que, aunque los modelos logran generalizar bien,
hay una cierta pérdida de equilibrio entre las clases. Es importante mencionar que el modelo
Medium Tree, que mostrd un rendimiento competitivo durante el entrenamiento (ROC = 0,7861),

experimenta la mayor caida en la ROC (0,7299), lo que podria ser un signo de sobreajuste.

(Test) Efficient Logistic Regression

(Test) Medium Tree

o 23.5% o 17.6%
o o
o o
o o
= =
o o
2 2
1 27.3% 1 27.3%
o 1 FNR a 1 FNR
Predicted Class Predicted Class
(Test) Medium Gaussian SVM (Test) Weighted k-NN
o 17.6% o 23.5%
o o
o o
o o
= =
o o
2 2
1 36.4% 1 27.3%
FNR [} 1 FNR

o 1

Predicted Class Predicted Class

Figura 55. Matrices de confusién para los modelos en test para el experimento 2.
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En la Tabla 9 se tiene la comparativa de las métricas de test de los diferentes modelos del
experimento 2 con el estudio estadistico [12]. Se puede ver que el modelo Medium Gaussian SVM
muestra un rendimiento competitivo en términos de sensibilidad (82,4%), estando proximos al
Modelo 1 en esta métrica, aunque con una especificidad menor (63,6%). Su ROC alcanza los 0,877,
superando incluso al Modelo 2, lo que resalta su capacidad discriminativa global. E1 modelo
Efficient Logistic Regression también obtiene resultados s6lidos, con una sensibilidad del 82,4% y
una especificidad del 72,7%, y una ROC de 0,8182, quedando ligeramente por debajo del Modelo
2. El modelo Weighted k-NN ofrece un equilibrio aceptable (sensibilidad de 76,5%, especificidad
de 72,7%, ROC de 0,8503), superando al Modelo 2 en sensibilidad y ROC, pero no en especificidad.
Finalmente, el Medium Tree, con una ROC de 0,7299, muestra un rendimiento general mas

modesto.

Tabla 9. Comparativa de las métricas de test de los diferentes modelos del experimento 2 con el estudio [12].

True Positive Rate (TPR)

Accuracy

Modelo % ROC Sensibilidad % Especificidad %
? (ALN") (ALN")

Modelo 1 [12] - 0,94 83,9 90,0
Modelo 2 [12] - 0,84 71,4 87,1
Medium Tree 75,0 0,73 76,5 72,7
Efﬁc1enj[ Logistic 78.6 0.82 82.4 727
Regression

Medium Gaussian SVM 75,0 0,88 82,4 63,6
Weighted k-NN 75,0 0,85 76,5 72,7

En conjunto, aunque ningin modelo alcanza el desempefio del Modelo 1 del estudio
estadistico, algunos como el Medium Gaussian SVM y el Weighted k-NN se aproximan o incluso
superan al Modelo 2 en ciertas métricas, especialmente en sensibilidad y ROC, lo que evidencia la

solidez del enfoque propuesto.

5.1.3. Experimento 3. Comparacion con el estudio estadistico [12]

En este experimento se replica y comparan los modelos estadisticos multivariantes que se
desarrollaron en el estudio [12] el cual se enfocaba en predecir metastasis en los ganglios linfaticos

axilares (ALN") en pacientes con cancer de mama.

Mientras que en el estudio estadistico utilizaron modelos de regresion logistica multivariante
clésica, en este analisis se aplican diferentes algoritmos de clasificacion supervisada basados en ML.

Esto permite evaluar su capacidad predictiva y compararla con los resultados del articulo.
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En la Tabla 10 se puede ver los modelos que se han reproducido del estudio estadistico, asi
como las variables que se usaron y cémo se ha llamado cada experimento al que se le ha aplicado

técnicas de ML.

Tabla 10. Variables para usar por cada experimento [12].

Variables para
utilizar
diametro_tumor
Modelo 1. Se basa en variables clinico-patoldgicas ¢ invasion vascular
inmunohistoquimicas cd2lintra m
cd68gn m

Experimentos con ML  Modelo original equivalente

Experimento 4.1

. . diametro tumor
Modelo 2. Se centra en un subconjunto optimizado =

Experimento 4.2 de variables inmunoldgicas y tumorales cd68gn_m
. . cd123gn m

sin cd2lintra m =

- s100gn m

En cada uno de los experimentos se han aplicado diferentes algoritmos de clasificacion y se
ha utilizado estrategias de validacion cruzada con 5-folds y conjunto de test independientes para
evaluar objetivamente los modelos. Ademas, todos los experimentos que se hacen en este apartado
tienen los mismos registros de pacientes para el entrenamiento (80%) que para la parte de test (20%)

que la del Experimento 2.

5.1.3.1 Resultados del experimento 3.1 vs modelo 1

Las siguientes secciones detallan las métricas obtenidas en el entrenamiento y la evaluacion

en el conjunto de test para el experimento 3.1.
5.1.3.1.1 Fase de entrenamiento del experimento 3.1

En la Figura 57 se comparan los desempefios de distintos modelos de clasificacion segun las
métricas de accuracy y Fl-score. El modelo que presenta el mejor desempefio global es el Medium
Gaussian SVM, alcanzando una accuracy del 85,8% y un F1-score del 86,4% para la clase 0y 85,2%
para la clase 1. Estos valores indican que es un modelo bien balanceado, con alta capacidad para

detectar tanto pacientes con metastasis como sin ella.

En segundo lugar, se encuentra el modelo Weighted k-NN, que también presenta un buen
rendimiento, con una accuracy del 84,1% y métricas equilibradas de F1-score de 83,6% (clase 0) y

84,5% (clase 1).
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El modelo Medium Tree presenta un rendimiento ligeramente inferior con accuracy del
82,3%, y valores de Fl-score superiores al 80% en ambas clases. Por Ultimo, el modelo Efficient
Logistic Regression tiene el menor rendimiento dentro del con una accuracy del 78,8%, F1-score
del 79,7% (clase 0) y 77,8% (clase 1) reflejando una menor capacidad para distinguir entre pacientes

con y sin metastasis en comparacion con los demas algoritmos evaluados.

0 85,8% 86,4% 84,1% 4,5%
823% 82.8%g )1 80 78 8% 79,7% 1 4, L=l o 83.6% o
I I I 77’84 I I I I
Medium Tree Efficient Logistic Medium Gaussian SVM Weighted k-NN
Regression
B Accuracy F1-Score: Clase 0 mF1-Score: Clase 1

Figura 57. Comparacion de distintas métricas de rendimiento entre los modelos entrenados del experimento 3.1 (Validacién

con 5-folds).

En la Figura 58 se tienen las matrices de confusion correspondientes a cada uno de los
modelos para el entrenamiento de este experimento. El modelo Medium Gaussian SVM destaca por
lograr el mejor equilibrio entre sensibilidad y especificidad, con una sensibilidad del 87,9% para
detectar pacientes con metastasis (clase 0) y una especificidad del 83,6% para identificar
correctamente a pacientes sin metastasis (clase 1). Por su parte, el modelo Weighted k-NN alcanza
la mayor especificidad (89,1%), sobresaliendo en la identificacion de pacientes sin metastasis,
aunque presenta la menor sensibilidad (79,3%), lo que indica un menor rendimiento en la deteccion
de casos positivos. El modelo Medium Tree muestra un desempeio intermedio, con una sensibilidad
del 82,8% y una especificidad del 81,8%. En cambio, el modelo Efficient Logistic Regression

obtiene los valores mas bajos, con una sensibilidad del 81,0% y una especificidad del 76,4%.

Desde el anélisis de las curvas ROC (Figura 59), todos los modelos muestran una buena
capacidad discriminativa global, con valores de ROC superiores a 0,84. El modelo Medium
Gaussian SVM obtiene el mejor resultado (0,9219), le sigue muy de cerca Weighted k-NN con una

ROC de 0,9116, mientras que Efficient Logistic Regression y Medium Tree logran ROCs de 0,8740
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y 0,8489, respectivamente. Estos valores estan en linea con las observaciones de las matrices de

confusion y refuerzan el buen comportamiento general de los modelos en la fase de entrenamiento.

Por ultimo, en la Tabla 11 se muestran el resumen de las principales métricas obtenidas en
el conjunto de entrenamiento y se puede ver, lo que ya se habia observado las matrices de confusion,
que el modelo Medium Gaussian SVM ofrece el mejor desempefio global, combinando alta
sensibilidad y especificidad, lo que lo hace ideal para detectar de forma precisa tanto los casos
positivos como negativos de metastasis ganglionar. Por otro lado, Weighted k-NN destaca por su
alta especificidad, siendo una alternativa s6lida cuando se desea minimizar los falsos positivos. Los
modelos Medium Tree y Efficient Logistic Regression muestran un rendimiento méas modesto, con

este ultimo ocupando el altimo lugar en la comparacién de métricas clave.

106 |Pagina



True Class

True Class

Efficient Logistic Regression

17.2% o
o
o
o
=
o
E
18.2% 1
o 1 FNR a 1
Predicted Class Predicted Class
Medium Gaussian SVM Weighted k-NN
12.1%
o
o
o
=
o
E
1 16.4%
o 1 FNR a 1
Predicted Class Predicted Class

19.0%

20.7%

Figura 58. Matrices de confusién del experimento 3.1 para los modelos durante la validacién cruzada.
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Figura 59. Curvas ROC de los modelos durante la validacién cruzada del experimento 3.1.
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Tabla 11. Resumen de los resultados de validaciéon del experimento 3.1.

True Positive Rate (TPR)
Modelo Accuracy % ROC Sensibilidad % Especificidad %

F1-score %

¢
(ALNY) (ALN) ALN

Medium Tree 82,3 0,85 82,8 81,8 82,8

Efficient Logistic 78,8 0,87 81,0 76,4 79.7

Regression

Medium Gaussian SVM 85,8 0,92 87,9 83,6 86,4

Weighted k-NN 84,1 0,91 793 89,1 83,6

5.1.3.1.2  Fase de prueba del experimento 3.1

Para evaluar la capacidad de generalizacion de los modelos entrenados, se analizd su

desempefio sobre el conjunto de test, considerando tanto las matrices de confusion como las curvas

ROC.

En cuanto a las matrices de confusién (Figura 60), el modelo de Efficient Logistic
Regression mostrd el mejor comportamiento general, con una sensibilidad del 88,2% y una
especificidad del 90,9%, lo que indica una excelente capacidad tanto para detectar correctamente
los casos de metastasis como para identificar adecuadamente a los pacientes sin afectacion
ganglionar. De forma muy similar, el modelo Medium Gaussian SVM también alcanzé una
sensibilidad del 88,2%, aunque con una especificidad algo inferior, del 81,8%. Por otro lado, los
modelos Medium Tree y Weighted k-NN presentaron rendimientos mdas modestos, con

sensibilidades del 76,5% en ambos casos, y especificidades de 72,7% y 81,8%, respectivamente.

Al comparar estos resultados con los obtenidos durante la validacion (Figura 58), se
observan distintos patrones de comportamiento. El modelo Efficient Logistic Regression no solo
mantuvo, sino que mejord significativamente su rendimiento en test, incrementando tanto la
sensibilidad (de 81,0% a 88,2%) como la especificidad (de 76,4% a 90,0%), lo cual sugiere una
excelente capacidad de generalizacion. El modelo Medium Gaussian SVM, si bien presentd una
ligera disminucion en especificidad (de 83.6% a 81.8%), conservo su alta sensibilidad (81,8%), lo
que indica un rendimiento estable y robusto. En contraste, los modelos Medium Tree y Weighted
k-NN mostraron un descenso notable en ambas métricas al pasar de la validacion al test,
especialmente en el caso de Medium Tree, lo que podria suponer que hay un cierto grado de

sobreajuste durante el entrenamiento.
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Figura 60. Matrices de confusion para los modelos en test para el experimento 3.1.

En la Figura 61 se tienen las curvas ROCs en test en donde se puede ver que el modelo de
Efficient Logistic Regression obtuvo un valor de ROC de 0,9572, con curvas ROC bien definidas y
cercanas al punto ideal (esquina superior izquierda), lo que indica una excelente discriminacién
entre clases. Por su parte, el modelo Medium Gaussian SVM logré una ROC de 0,8717, reflejando
también un buen desempefio, aunque algo inferior en comparacion al anterior modelo. El modelo
Weighted k-NN alcanzé una ROC de 0,8503, mientras que Medium Tree obtuvo el valor més bajo,

con un ROC de 0,7701, lo que refleja una capacidad discriminativa mas limitada.

Si se comparan estos resultados con los valores obtenidos durante la validacion, se observa
que el modelo Efficient Logistic Regression es el unico que mejora sustancialmente su ROC en test

(de 0,874 2 0,9572), lo que sugiere que no solo evito el sobreajuste, sino que fue capaz de adaptarse
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ain mejor a datos no vistos. En cambio, los modelos Medium Gaussian SVM, Weighted k-NN y

Medium Tree sufren una disminucion en su rendimiento en términos de ROC, especialmente este

ultimo, cuya ROC cae de 0,8489 en validacion a 0,7701 en test, lo cual confirma la pérdida de

capacidad predictiva fuera del conjunto de entrenamiento.
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Figura 61. Curvas ROC para los modelos en test para el experimento 3.1.
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En la Tabla 12 se tiene una comparativa de los resultados que se obtuvieron en el test de los
diferentes modelos del experimento 3.1 con el modelo 1 del estudio [12]. Se observa que el Modelo
1 alcanz6 una ROC de 0,940, una sensibilidad del 83,9% y una especificidad del 90,0%. El modelo
de Efficient Logistic Regression desarrollado en este trabajo no solo supera estos valores, sino que
lo hace en todas las métricas: ROC (0,9572), sensibilidad (88,2%) y especificidad (90,9%). Esto
demuestra que el enfoque propuesto, basado en técnicas de ML, no solo es competitivo, sino que
ofrece una mejora significativa respecto al método estadistico tradicional. Asimismo, el modelo
Medium Gaussian SVM iguala la sensibilidad del modelo Efficient Logistitc Regression (88,2%) vy,
aunque con una especificidad algo menor al del estudio estadistico (81,8%), mantiene un desempefio
competitivo. En contraste, los modelos Medium Tree y Weighted k-NN quedan por debajo en todas

las métricas respecto al modelo clasico, mostrando una menor efectividad en este contexto clinico.

Tabla 12. Comparativa de los resultados del modelo 1 de [12] con los del test del experimento 3.1.

Sensibilidad % Especificidad %
Modelo Accuracy ROC (ALN*) (ALNY)
%

MPQelo 1 (regresion logistica - 0,04 83.9 90,0
clasica)

Medium Tree 75,0 0,77 76,5 72,7
Efficient Logistic Regression 89,3 0,96 88,2 90,9
Medium Gaussian SVM 85,7 0,87 88,2 81,8
Weighted k-NN 78,6 0,85 76,5 81,8

5.1.3.2 Resultados del experimento 3.2 vs modelo 2

Los siguientes apartados se describen los resultados obtenidos en el de entrenamiento y

evaluacion en el conjunto de test para el experimento 3.2.
5.1.3.2.1 Fase de entrenamiento del experimento 3.2

En la Figura 62 se puede observar los valores de accuracy y Fl-score por clase para cuatro
modelos evaluados. El modelo Weighted k-NN presenta el mejor rendimiento global, con un
accuracy del 77,9%, un Fl-score de 77,1% para la clase 0, y el mayor Fl-score para la clase 1
(78,6%). Este modelo no solo logra la mayor tasa de aciertos generales, sino que también mantiene
un rendimiento equilibrado en ambas clases, por lo que es robusto para un entorno clinico donde se

detecta o descarta metastasis.
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El modelo Medium Gaussian SVM también tiene un buen rendimiento, con un F1-score del
74,8% para la clase 0 y un 77,3% para la clase 1. Aunque ligeramente inferior a Weighted k-NN en

clase 0, sigue siendo una opcidon adecuada para la deteccion de metastasis.

El modelo Efficient Logistic Regression alcanza un F1-score del 75,2% en la clase 0, con un
accuracy de 74,3%, lo que indica un desempefio aceptable, aunque més desequilibrado en
comparacion a los anteriores (clase 1 mas baja: 73,4%). Mientras que el modelo Medium Tree tiene
el desempefio més bajo, con un Fl-score de solo 64,9% en la clase 0, lo que indica una capacidad

limitada para identificar correctamente a los pacientes con metastasis.

74,3% 752/0734% 76,1% 748‘V773A) 77,9% 77.1% 786%)

| 649% | I I I I I I

Medium Tree Efficient Logistic Medium Gaussian SVM Weighted k-NN
Regression
B Accuracy F1-Score: Clase 0 m F1-Score: Clase 1

Figura 62. Comparacion de distintas métricas de rendimiento entre los modelos entrenados del experimento 3.2 (Validacién

con 5-folds).

Los resultados de las matrices de confusion de la Figura 63 muestran diferencias relevantes
entre los modelos. El modelo Efficient Logistic Regression logra un rendimiento balanceado, con
una sensibilidad del 75,9% y una especificidad del 72,7%, lo que indica una buena capacidad para
identificar casos con y sin metastasis. El modelo Medium Gaussian SVM alcanza una sensibilidad
del 69,0% y una especificidad del 83,6%, destacindose por su capacidad para descartar
correctamente a los pacientes sin metastasis, aunque con un ligero compromiso en la deteccion de
metastasis. En contraste, el modelo Weighted k-NN ofrece un rendimiento competitivo, con una
sensibilidad del 72,4% y una especificidad igualmente alta del 83,6%, lo que lo posiciona como una
opcion robusta y equilibrada. Por el contrario, el modelo Medium Tree obtiene los peores resultados,
con una sensibilidad del 62,1% y una especificidad del 69,1%, lo que implica un riesgo clinico

considerable al presentar una alta tasa de falsos negativos en la clase 0.
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En la Figura 64 se tienen las curvas ROC obtenidas en validacion, el modelo Medium
Gaussian SVM presenta el mayor valor de ROC, con 0,8135, lo que indica una buena habilidad para
diferenciar entre pacientes con y sin metastasis. De forma similar, el modelo Efficient Logistic
Regression alcanza una ROC de 0,8075 y el modelo Weighted k-NN tiene una ROC ligeramente
menor (0,7812) pero, mantiene un comportamiento estable si se consideran los resultados en la
matriz de confusion. Finalmente, el modelo Medium Tree es el modelo que tiene una ROC mas baja
(0,694), lo que concuerda con su bajo rendimiento en sensibilidad y especificidad de las matrices

de confusion.

Efficient Logistic

Medium Tree

24.1%

True Class
True Class

27.3%

30.9%
o 1 FNR a 1 FNR
Predicted Class Predicted Class
Medium Gaussian SVM Weighted k-NN
o 31.0% 27.6%
o o
o o
o o
= =
o o
2 2
1 16.4% 16.4%
o 1 FNR a 1 FNR
Predicted Class Predicted Class

Figura 63. Matrices de confusién del experimento 3.2 para los modelos durante la validacion cruzada.
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Figura 64. Curvas ROC de los modelos durante la validacion cruzada del experimento 3.2.
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En la Tabla 13 se puede ver el resumen de las métricas que se han capturado a lo largo de
esta fase de entrenamiento. El modelo que presenta el mejor desempeno global es Weighted k-NN,
destacando por su mayor accuracy, equilibrio entre sensibilidad y especificidad, y el mejor F1-score
para la clase 0. Por el contrario, el modelo Medium Tree muestra el rendimiento més limitado, con
las métricas mas bajas en todas las dimensiones clave, por lo que resulta el menos adecuado para el

objetivo clinico de deteccion de metastasis.

Tabla 13. Resultados de validaciéon del experimento 3.2.

Modelo Accuracy ROC Aglzl:e Positive Rate (T;IIX- Fklsj\?:‘e
Medium Tree 65,5 0,69 62,1 69,1 64,9
ﬁig:;esrs‘itoaogim 74,3 0,81 75,9 72,7 75,2
Medium Gaussian SVM 76,1 0,81 69,0 83,6 74,8
Weighted k-NN 77,9 0,78 72,4 83,6 77,1

5.1.3.2.2  Fase de prueba del experimento 3.2

Para evaluar la capacidad de generalizacion de los modelos entrenados, se analizd su
desempeifio sobre el conjunto de test, considerando tanto las matrices de confusion (Figura 65) como

las curvas ROC (Figura 66).

En cuanto los resultados obtenidos en las matrices de confusion durante la fase de test
muestran diferencias importantes entre los modelos en cuanto a sensibilidad (TPR clase 0) y
especificidad (TPR clase 1). El modelo Efficient Logistic Regression destaca con la mayor
sensibilidad del 82,4%, lo que lo convierte en el modelo mas eficaz para identificar correctamente
a los pacientes con metdstasis. Sin embargo, su especificidad se reduce al 72,7%, lo cual implica un

ligero incremento en falsos positivos.

Por otro lado, los modelos Medium Tree, Medium Gaussian SVM y Weighted k-NN
presentan una sensibilidad moderada del 64,7%, pero a cambio, alcanzan una alta especificidad del
81,8%, lo que significa que son mas efectivos al identificar correctamente a los pacientes sin
metastasis. Esta caracteristica puede ser ttil si el contexto clinico valora reducir al minimo los falsos
positivos, aunque compromete la capacidad de deteccion de casos con metastasis, lo cual es una

limitacion importante.
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Comparando estos resultados con los obtenidos en la fase de validacion, se observa que
Efficient Logistic Regression mejora su sensibilidad del 75,9% en validacion a 82,4% en test. No
obstante, su especificidad se mantiene estable en 72,7%. En el caso de los modelos Medium
Gaussian SVM y Weighted k-NN, ambos muestran un descenso en sensibilidad (de 69,0% y 72,4%
en validacion a 64,7% en test), pero mantienen una alta especificidad en ambos conjuntos (83,6%
en validacion y 81,8% en test). El modelo Medium Tree también mejora ligeramente su sensibilidad

de 62,1% a 64,7%, pero sin alcanzar los niveles de desempefio de los demas modelos.

Las curvas ROC obtenidas durante la fase de test confirman y complementan el andlisis
anterior en el que el modelo Efficient Logistic Regression muestra el mejor rendimiento con el valor
de la ROC de 0,8824, por lo que tiene una buena capacidad discriminativa global. Le sigue el
Medium Gaussian SVM con una ROC de 0,8717, que también tiene una buena separacion de ambas
clases. El modelo Weighted k-NN presenta una ROC de 0,7754, aceptable pero inferior, mientras
que el modelo Medium Tree tiene una ROC de 0.6989, lo que refleja una menor capacidad para

distinguir entre pacientes con y sin metastasis.

En comparacion con los resultados de validacion, se observa una consistencia positiva en los
valores de ROC de los modelos principales. Efficient Logistic Regression mejora ligeramente su
ROC de 0,8075 (validacion) a 0,8824 (test), lo cual es un indicador claro de generalizacion robusta.
De manera similar, Medium Gaussian SVM mantiene su rendimiento, pasando de 0,8135 a 0,8717.
El modelo Weighted k-NN también muestra estabilidad relativa con un descenso leve (de 0,7812 a
0,7754), mientras que el modelo Medium Tree, aunque mejora su ROC (de 0,694 a 0,6989), sigue

siendo el peor modelo en cuanto a su capacidad discriminativa.
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Figura 65. Matrices de confusion para los modelos en test para el experimento 3.2.
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Figura 66. Curvas ROC para los modelos en test para el experimento 3.2.
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En la Tabla 14 se tiene un resumen de test, se incluye el Modelo 2 [12] del articulo de

referencia como punto de comparacion. Este modelo presenta una sensibilidad del 71,4% y una

especificidad del 87,1%, ademas de una ROC de 0,84, lo que lo posiciona como un modelo muy

equilibrado y efectivo. Al comparar con los modelos de este TFM se tiene que:
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Efficient Logistic Regression supera al Modelo 2 en sensibilidad (82,4%) pero presenta
menor especificidad (72,7%), lo que indica una mejor capacidad para detectar metastasis, a costa de

un mayor nimero de falsos positivos.

Medium Gaussian SVM, Weighted k-NN y Medium Tree muestran una menor sensibilidad
que el Modelo 2 (todos con 64,7%), pero tienen niveles similares o algo menores en especificidad

(81,8%).

En términos de ROC, solo el modelo Efficient Logistic Regression (0,8824) y Medium
Gaussian SVM (0,8717) superan al Modelo 2 (0,84), lo que refuerza su solidez en test.

Tabla 14. Comparativa de los resultados del modelo 2 de [12] con los del test del experimento 3.2.

Sensibilidad % Especificidad %
Modelo Acc;nracy ROC (ALN*) (ALNY)
%o
Modelo 2 - 0,84 71,4 87,1
Medium Tree 714 0,69 64,7 81,8
Efficient Logistic Regression 78,6 0,88 824 72,7
Medium Gaussian SVM 71,4 0,87 64,7 81,8
Weighted k-NN 71,4 0,78 64,7 81,8

5.2. Experimento 4. Prediccion del subtipo de cancer: TNBC y Luminal A

En este apartado se realiza un experimento con las muestras seleccionadas de la BBDD
(Figura 31) para la prediccion del subtipo de cancer mediante algoritmos de ML con la finalidad de
replicar el modelo multivariante con regresion logistica clasica que se analiz6 en el estudio [5]. Para
esto se sigue el flujo de trabajo de la Figura 36 en la que se parte desde lo que ya se ha hecho
preprocesamiento inicial, en la que se ha renombrado las variables, recodificacion de los Strings de

los registros de pacientes de la BBDD.

En el Codigo 2 se puede ver como se ha hecho la seleccion de las 144 muestras

(preprocesamiento) en las que se ha tenido en cuenta el diagrama de la Figura 31.

1 % Se seleccionan los 144 registros de pacientes

2 data = data_recode(~isnan(data_prev.luminal) & (data_prev.luminal == @ | data_prev.luminal
== 2), :);

Cédigo 2. Seleccion de las muestras (144 registros de pacientes).
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En este experimento se parte de disefio de la Figura 67 en la que tiene el dataset de los 181
registros de pacientes y 42 variables inmunoldgicas, clinicas y patologica. En este estudio se hace
una clasificacion en la que la variable a clasificar el subtipo del cancer de mama “luminal”, que

indica si es de subtipo Luminal A y TNBC, recodificados como 0 y 2 respectivamente.

Por otro lado, de las 41 variables predictoras se han seleccionado las mismas que se us6 en

el estudio estadistico [5]: s100intra_m, cd8gn_m, cd57gn m y cd83gn m.

Para la evaluacion del rendimiento del modelo de ML y para evitar problemas de sobreajuste
se ha usado en la validacion del conjunto de las muestras se ha reservado un 20% la evaluacion final
del modelo. Ademas, el 80% de los datos forman parte del entrenamiento con el que se hace una

validacion cruzada de 5 folds.

Etiquetas | — -,
Seleccion de - — 1
e rnS |Ethuetas| Entrenamiento Aprendl-zaje 1
™ 80% del algoritmo| Analisis
@ |:> i Il i |:> Test 20% | | de errores :
1
: 4 T T L
181 registros de 144 registros de SR g S O
pacientes pacientes
PREPROCESAMIENTO PROCESAMIENTO APRENDIZAJE EVALUACION

Figura 67. Diseiio del experimento 4.

5.2.1. Fase de entrenamiento del experimento 4

En primer lugar, se analiza el rendimiento de los modelos durante la fase de validacion
cruzada ya que permite estimar como se comportaran los modelos con datos que no se han visto en
el entrenamiento. Para ello se cuenta con las métricas de accuracy y Fl-score en la Figura 68, las

matrices de confusion en la Figura 69 y las curvas ROC en la Figura 70.

En cuanto a las métricas de accuracy, como se puede ver en la Figura 68 el modelo que
obtuvo mejor desempefio fue el Efficient Logistic Regression con un valor de 87,8%, una
sensibilidad del 77,8% para TNBC (clase positiva) y una especificidad del 94,3% para Luminal A
(clase negativa). Ademads, presentd los mejores Fl-scores, con 83,3% para TNBC y 90,4% para
Luminal A. Le sigue el modelo Medium Gaussian SVM, que logré una accuracy del 84,3%, con
una sensibilidad del 71,1% para TNBC y especificidad del 92,9% para Luminal A. Sus F1-scores
fueron también destacables: 78,0% para TNBC y 87,8% para Luminal A.
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El modelo Weighted k-NN obtuvo una accuracy del 80,9%, una sensibilidad del 71,1% para
TNBC y una especificidad del 87,1% para Luminal A, con Fl-scores de 74,4% (TNBC) y 84,7%
(Luminal A). Por otro lado, el modelo Medium Tree fue el de menor rendimiento, con una accuracy
del 75,7%, una sensibilidad reducida del 66,7% para TNBC, y una especificidad de 81,4% para
Luminal A. Su Fl-score para TNBC fue de 68,2%, el mas bajo entre todos los modelos, y de 80,3%

para Luminal A.

Las matrices de confusion (Figura 69) complementan este analisis al mostrar, para cada
clase, la proporcion de casos correctamente identificados (TPR) y los casos que el modelo no logro
detectar correctamente (FNR). Efficient Logistic Regression logré una TPR de 94,3% para Luminal
Ay 77,8% para TNBC, Medium Gaussian SVM tuvo un rendimiento ligeramente inferior pero
competitivo, con una TPR de 92,9% para Luminal A y 71,1% para TNBC. El modelo Weighted k-

NN alcanzo cifras similares al Medium Gaussian SVM.

En contraste, el modelo Medium Tree mostrd6 la menor capacidad discriminativa,
particularmente en la clase TNBC, con una TPR de solo 66,7%, lo cual indica una alta tasa de error

en la identificacion del subtipo molecular de cancer de mama.

87,8% 20:4% ., 87.8%
0,3% 83,3% 84,3% 78.0% 80,9% 84,7%
75,7% . 74,4%
I 682% I I I
Medium Tree Efficient Logistic Medium Gaussian SVM Weighted k-NN
Regression
B Accuracy F1-Score: Clase 0 mF]-Score: Clase 2

Figura 68. Comparacion de distintas métricas de rendimiento entre los modelos entrenados del experimento 4 (Validacién

con 5-folds).
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En lo que respecta a la capacidad discriminativa general, las curvas ROC muestran que el
modelo Medium Gaussian SVM alcanza la mayor ROC con un valor de 0,9257, seguido muy de
cerca por Efficient Logistic Regression, con una ROC de 0,9235. El modelo Weighted k-NN logro
una ROC de 0,8811, mientras que Medium Tree obtuvo la mas baja, con una ROC de 0,7416. Estos
resultados indican que los modelos basados en Medium Gaussian SVM y Efficient Logistic
Regression tienen una mejor capacidad para diferenciar entre los dos subtipos tumorales.

Medium Tree Efficient Logistic Regression

5.7%

True Class
True Class

33.3% 2 22.2%

o 2 FNR o 2 FNR

Predicted Class Predicted Class

Medium Gaussian SVM Weighted k-NN

T.1% o 12.9%

True Class
True Class

28.9% 2 28.9%

FNR [} 2 FNR

o 2
Predicted Class Predicted Class

Figura 69. Matrices de confusion del experimento 4 para los modelos durante la validacion cruzada.
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Figura 70. Curvas ROC de los modelos durante la validacion cruzada del experimento 4.
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En la Tabla 15 e resumen los principales resultados de validacion del entrenamiento. El
modelo Efficient Logistic Regression se posiciona como el mejor en términos globales, destacando
con la mayor accuracy (87,8%), el mejor Fl-score para ambas clases (90,4% para Luminal A y

83,3% para TNBC), asi como la mayor especificidad (94,3%) para Luminal A.

Por otro lado, el modelo Medium Gaussian SVM fue el que alcanzo6 el mayor valor de ROC
(0,957), lo que indica una excelente capacidad discriminativa. Su sensibilidad para TNBC (71,1%)
fue ligeramente inferior a la de Efficient Logistic Regression y con una especificidad también

elevada (92,9%).

El modelo Weighted k-NN mostré un rendimiento intermedio en todas las métricas, sin

destacar particularmente en ninguna, pero con un desempefio estable.

En contraste, el modelo Medium Tree fue consistentemente el de menor rendimiento,
obteniendo los peores resultados en accuracy (75,7%), sensibilidad (66,7%) para TNBC y F1-score
(68,2%). Por lo que tiene una capacidad limitada para identificar correctamente a pacientes TNBC

(ROC = 0,7416).

Tabla 15. Resultados de validaciéon del experimento 4.

True Positive Rate (TPR)

Accuracy

Modelo % ROC Especificidad % Sensibilidad % Fl-score %
Luminal A TNBC

) 75,7 0,74 81,4 66,7 68,2
Medium Tree
Efficient Logistic 87,8 0,92 94,3 77,8 83,3
Regression

843 0,96 92,9 71,1 78,0

Medium Gaussian SVM
Weighted k-NN 80,9 0,88 87,1 71,1 74,4

5.2.2. Fase de prueba del experimento 4

Durante la fase de test, las matrices de confusion (Figura 71) permiten evaluar la capacidad
de los modelos para clasificar correctamente entre los subtipos Luminal A (clase 0, negativa) y
TNBC (clase 2, positiva). En esta etapa, los modelos Efficient Logistic Regression, Medium
Gaussian SVM y Weighted k-NN presentan un comportamiento muy favorable en cuanto a
sensibilidad (deteccion de la clase positiva), alcanzando un valor del 90,9% y del 81,8% en Efficient
Logistic Regression. En contraste, el modelo Medium Tree, que habia mostrado menor rendimiento

en entrenamiento, en test obtiene una sensibilidad superior (90,9%), aunque su especificidad es la
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mas baja (61,1%). En términos de especificidad (deteccion correcta de Luminal A), el modelo
Medium Gaussian SVM sobresale con un 83,3%, seguido de Efficient Logistic Regression y

Weighted k-NN con un 77,8%, lo que indica un buen equilibrio en la deteccion de ambas clases.

Al comparar los resultados de sensibilidad y especificidad entre las fases de entrenamiento
y test, se observan ligeras variaciones. Por ejemplo, el modelo Medium Tree mejora notablemente
su sensibilidad en test (de 66,7% a 90,9%) a costa de una caida significativa en especificidad (de
81,4% a 61,1%), lo que sugiere un sobreajuste hacia la clase TNBC. En el caso del modelo Efficient
Logistic Regression, la sensibilidad se incrementa levemente (de 77,8% a 81,8%), mientras que la
especificidad disminuye ligeramente (de 94,3% a 77,8%), manteniendo un desempefio balanceado.
El modelo Medium Gaussian SVM muestra una mejora en sensibilidad (de 71,1% a 90,9%), con
una leve reduccion en especificidad (de 92,9% a 83,3%). Por ultimo, el modelo k-NN mantiene
estabilidad, con una sensibilidad constante (90,9% en test frente a 71,1% en entrenamiento) y una

especificidad aceptable (77,8%).

Las curvas ROC de la fase de test (Figura 72) refuerzan los resultados observados en las
matrices de confusion. El modelo Weighted k-NN alcanza el valor de ROC mas alto (0,9343),
seguido de Medium Gaussian SVM (0,899), Medium Tree (0,8712) y Efficient Logistic Regression
(0,8434). Estos valores reflejan la capacidad discriminativa global del modelo entre las clases,
siendo elevada en el caso de Weighted k-NN y Medium Gaussian SVM. El modelo Medium Tree,
presenta una curva ROC mads alta en test (0,8712 con respecto en el entrenamiento de 0,7416),

alineada con su alta sensibilidad, aunque con menor equilibrio general.

Al comparar los valores ROC entre entrenamiento (Figura 70) y test (Figura 71), se observa
una adecuada coherencia en el desempeno de la mayoria de los modelos. Por ejemplo, Efficient
Logistic Regression desciende ligeramente de 0,9235 (entrenamiento) a 0,8434 (test), lo que puede
indicar sobreajuste. Medium Gaussian SVM también muestra una ligera caida (de 0,957 a 0,899),
aunque mantiene un rendimiento elevado. En cambio, Weighted k-NN mejora su ROC en test (de

0,8811 a 0,9343), lo que sugiere una mayor generalizacion.
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Figura 71. Matrices de confusion para los modelos en test para el experimento 4.
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Figura 72. Curvas ROC para los modelos en test para el experimento 4.
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Finalmente, en la Tabla 16 se presentan los resultados de los modelos sobre el conjunto de
test, comparados con las métricas publicadas en el articulo [5]. Este modelo estadistico obtiene una
excelente capacidad discriminativa global, con una ROC de 0,956, y muestra un buen equilibrio

entre especificidad (91,0%) para Luminal A y sensibilidad (81,3%) para TNBC.

No obstante, varios de los modelos evaluados mediante técnicas de ML alcanzan resultados
muy competitivos. Por ejemplo, el modelo Medium Gaussian SVM obtiene una accuracy del 86,2%,
un ROC de 0,899, y una sensibilidad del 90,9%, superando al modelo del articulo en deteccion de
TNBC, aunque con una especificidad algo menor (83,3%). De igual modo, el modelo Weighted k-
NN alcanza el mayor ROC entre los modelos de test (0,9343) y también presenta una elevada

sensibilidad (90,9%) con una especificidad moderada (77,8%).

El modelo Efficient Logistic Regression se mantiene cercano al rendimiento del modelo del
articulo, con una sensibilidad idéntica (81,8% vs. 81,3%) y una especificidad mas baja (77,8% vs.
91,0%), lo que indica un desempefio razonablemente comparable, aunque menos equilibrado. En
cambio, el modelo Medium Tree muestra el peor rendimiento global, con una baja especificidad
(61,1%) a pesar de su alta sensibilidad (90,9%), comprometiendo su utilidad clinica por su alta tasa

de falsos positivos.

Tabla 16. Comparativa de los resultados de los modelos con ML con el articulo [5].

Especificidad % Sensibilidad %
Modelo Accuracy ROC (Luminal A) (TNBC)
%

Mo'de.lo multivariante (regresion 0,96 91,0 813
logistica)

Medium Tree 72,4 0,87 61,1 90,9
Efficient Logistic Regression 79,3 0,84 77,8 81,8
Medium Gaussian SVM 86,2 0,9 83,3 90,9
Weighted k-NN 82,8 0,93 77,8 90,9

En conjunto, los modelos Medium Gaussian SVM y Weighted k-NN no solo replican los
resultados del modelo multivariante del articulo, sino que en algunos aspectos (en sensibilidad para

la deteccion de TNBC) lo superan, manteniendo ademas valores ROC muy elevados.

Estas diferencias podrian ser el resultado de varios factores como puede ser que en este

trabajo se utilizd un conjunto de test completamente independiente, mientras que en el estudio [5],
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las métricas se calcularon sobre el mismo conjunto que se uso para hacer el modelo, lo que introduce
un riesgo de sobreajuste y optimismo estadistico. Ademas, la metodologia de este estudio incluye
validacion cruzada y una separacion explicita entre el entrenamiento y el test, a diferencia del
enfoque mas clasico basado en bootstrapping e imputacion multiple que usaron los autores del

estudio.

También hay que tener en cuenta que el tamafio limitado del conjunto de datos,
especialmente en la clase TNBC (56 pacientes), lo que puede influir en la estabilidad de las

estimaciones y la sensibilidad del modelo.

A pesar de estas diferencias en la metodologia y el contexto, los modelos desarrollados han
demostrado un rendimiento solido y consistente, confirmando el valor predictivo de los
biomarcadores seleccionados y su aplicabilidad en la diferenciacion entre subtipos de cancer de

mama como Luminal A y TNBC.

5.3. Conclusiones

En este capitulo, se desarrollé la metodologia propuesta, desde el preprocesamiento hasta la
evaluacion del modelo. En primer lugar, se hizo el tratamiento de los datos, se incluyo la
recodificacion de variables, la imputacion de los datos faltantes (usando moda para variables
categoricas y k-NN para numéricas), la deteccion de valores atipicos, la normalizacion y la

preparacion de las etiquetas de cada clase.

A lo largo de los distintos experimentos que se llevaron a cabo, se evaluaron varios modelos
de ML y se compararon con los enfoques estadisticos tradicionales de los articulos [5] [12]. Los
resultados obtenidos permiten destacar varias observaciones relevantes que demuestran el potencial

del enfoque propuesto.

Uno de los resultados mas importantes fue el impacto que tiene la seleccion de variables en
el rendimiento de los modelos. Aquellos modelos entrenados con variables seleccionadas mediante
Kruskal Wallis mostraron un desempefio superior a los que utilizaron ReliefF, especialmente en
métricas como la sensibilidad y la curva ROC. Esto sugiere que una adecuada seleccion de

caracteristicas mejora considerablemente la capacidad predictiva de los modelos.
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En cuanto al rendimiento frente a los modelos clasicos, los modelos desarrollados en este
trabajo, particularmente la Efficient Logistic Regression y el Medium Gaussian SVM, lograron
resultados altamente competitivos. En varios casos, estos modelos no solo igualaron, sino que
superaron al Modelo 2 del estudio [12], asi como algunos valores de la sensibilidad de Modelo 1.
Esta métrica es especialmente valiosa en el contexto clinico, ya que permite identificar con mayor

precision a los pacientes con metastasis, reduciendo el riesgo de falsos negativos.

El modelo Efficient Logistic Regression desarrollado en el experimento 3.1, alcanzd mejores
valores que el Modelo 1 [12] en todas las métricas consideradas. Este resultado confirma que los
enfoques de ML no solo pueden igualar el rendimiento de los métodos estadisticos tradicionales,

sino incluso superarlos, aportando mejoras tangibles en contextos clinicos reales.

Ademas, se observo que modelos como el Weighted k-NN y el Medium Gaussian SVM
lograron un buen equilibrio entre sensibilidad y especificidad. Este balance es fundamental en el
ambito médico, donde es igualmente importante detectar correctamente los casos positivos como

evitar alarmas innecesarias en pacientes sanos.

En el caso del experimento 4, centrado en la clasificacion de subtipos de cancer de mama,
los modelos propuestos también ofrecieron buenos resultados. En particular, el Medium Gaussian
SVM 'y el Weighted k-NN lograron una alta sensibilidad en la deteccion de TNBC, un subtipo mas
agresivo de cancer, manteniendo al mismo tiempo una buena capacidad discriminativa global. Este
comportamiento resulta especialmente relevante si se considera que el modelo de referencia
evaluaba sus métricas sobre el mismo conjunto con el que fue entrenado, mientras que en este

estudio se utilizoé un conjunto de test independiente.

Finalmente, cabe destacar que la metodologia empleada en este trabajo, que incluye
validacion cruzada y una separacion rigurosa entre los conjuntos de entrenamiento y test, contribuyd
a obtener estimaciones mas fiables y menos susceptibles a sobreajuste. Aunque el tamafio limitado
de los datos, especialmente en ciertos subgrupos como TNBC, podria influir en la estabilidad de las
métricas, los modelos desarrollados han mostrado un rendimiento solido y coherente a lo largo de

los distintos experimentos.
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Capitulo 6. Conclusiones y lineas futuras

En este capitulo se exponen las conclusiones tras realizar este Trabajo Final de Master y se

plantean algunas lineas futuras de trabajo.

6.1. Conclusiones

El objetivo principal de este Trabajo Fin de Master ha sido aplicar diversos algoritmos de
Machine Learning a una base de datos con 181 registros de pacientes que incluye 43 variables
clinicas, patoldgicas e inmunolédgicas asociadas a la presencia de cdncer de mama. La meta ha sido
clasificar (o predecir) la metéstasis ganglionar y los subtipos de cancer (TNBC y Luminal A),
explorando asi el potencial del aprendizaje automatico como una herramienta valiosa en el analisis

clinico.

En primer lugar, se llevo a cabo un andlisis tedrico de los principales tipos de aprendizaje
automatico: supervisado, no supervisado, semi-supervisado y aprendizaje por refuerzo. Se revisaron
sus fundamentos, areas de aplicacion y su utilidad en el contexto biomédico. Dado que el objetivo
del trabajo se centra en clasificacion de ganglios con metéstasis y de subtipos de cancer de mama a

partir de datos etiquetados, se concluyd que el aprendizaje supervisado era el enfoque mas adecuado.

Dentro de los métodos supervisados, se realizé un estudio detallado de los algoritmos mas
comunes en problemas de clasificacion, diferenciando entre aquellos disefiados para clasificacion y
regresion. Se analizaron diferentes algoritmos, asi como algunos tipos de estos, como pueden ser:
decision trees, Support Vector Machines (SVM), K-Nearest Neighbors (k-NN), linear regression y
logistic.
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Ademés, se presto especial atencion al proceso de seleccion de caracteristicas, con el fin de
identificar las variables mas informativas y reducir la dimensionalidad del problema, minimizando
el riesgo de sobreajuste y mejorando la generalizacion de los modelos. Se realiz6 la evaluacion de
los modelos de ML desde distintas técnicas de validacion (validacion cruzada, de retencion y por
sustitucion) que se usan para reducir el riesgo de sobreajuste, asi como las métricas que se usan para

evaluar problemas de clasificacion y de regresion.

Antes de aplicar los algoritmos de ML, se llevo a cabo un andlisis exhaustivo de la base de
datos y de todas sus variables, asi como una revision de los articulos estadisticos anteriores que
habian trabajado con los mismos datos. Este andlisis reveldo que, dependiendo del articulo
consultado, se utilizaban 144 o 141 registros de pacientes. Por esta razon, se realizaron dos
comparativas distintas con estos estudios: una utilizando los 141 registros y otra con los 144

registros disponibles.

Se opt6 por desarrollar los experimentos en la plataforma Matlab, ya que es el entorno de
trabajo habitual del grupo de investigacion al que pertenece la division Disefio de Sistemas
Integrados (DSI). Ademas, se establecid y document6 la metodologia completa, que abarca desde
el preprocesamiento de los datos hasta la evaluacion final de los modelos. Gracias a estos andlisis y

a la definicion de la metodologia, se pudieron realizar los experimentos propuestos en el estudio.

El primer paso para la realizacion de los experimentos incluyd la recodificacion de variables
y la imputacion de valores ausentes, utilizando la moda para las variables categoricas y el algoritmo
k-NN para las numéricas. Ademas, se llevaron a cabo procesos para detectar valores atipicos,
normalizar las variables numéricas, realizar una imputacion definitiva y preparar las etiquetas de

clase necesarias para el desarrollo de los modelos de clasificacion.

El disefio experimental incluyd cuatro estudios distintos, cada uno con metas especificas
para evaluar el rendimiento predictivo en diferentes escenarios de seleccion de variables y
algoritmos de clasificacion. Se decidi6 usar los mismos datos imputados para todos los
experimentos, asi como el uso de la técnica de evaluacion de validacion cruzada (en el
entrenamiento) de 5-folds y una particion de las muestras de los datos de 80% (de entrenamiento) y
20% (de test) con la finalidad evitar sobreajustes. Asimismo, para que todos los experimentos
pudieran ser comparados se decidi6 usar los mismos algoritmos para todos los experimentos:

Medium Tree, Efficient Logistic Regression, Medium Gaussian SVM y Weighted k-NN.
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En el experimento 1, comparé los modelos desarrollados con los del estudio [12], utilizando
dos algoritmos de seleccion de variables: ReliefF'y Kruskal Wallis. Se observo que los modelos con
variables seleccionadas mediante Kruskal Wallis tuvieron un mejor rendimiento, destacando el
modelo Medium Gaussian SVM, que logr6 una sensibilidad superior al Modelo 1 del estudio. Esto
evidencia la importancia de una buena seleccion de variables y mostrd que algunos modelos de ML
pueden acercarse al rendimiento de los modelos estadisticos, especialmente en la deteccion de

metastasis.

En el experimento 2, los modelos entrenados mostraron buenos resultados frente al estudio
[12]. Aunque ningun modelo superd al Modelo 1 en todas las métricas, varios (como el Medium
Gaussian SVM 'y el Weighted k-NN) lograron una mayor sensibilidad y una ROC superiores al
Modelo 2.

El experimento 3.1 mostro el mejor rendimiento global con el modelo Efficient Logistic
Regression, que superd al Modelo 1 en todas las métricas, mientras que el Medium Gaussian SVM
iguald6 su sensibilidad con una ROC muy competitiva. Estos resultados demuestran que los modelos
de ML no solo son una alternativa viable, sino que pueden mejorar los métodos tradicionales en

tareas clinicas especificas.

En el experimento 3.2, al compararse con el Modelo 2 del estudio [12] se pudo ver que el
modelo Efficient Logistic Regression presentaba una alta sensibilidad y mayor ROC, aunque con
una especificidad algo mas baja. Otros modelos como Medium Gaussian SVM'y Weighted k-NN

mostraron un rendimiento aceptable, pero no superaron al Modelo 2 en todas las métricas.

En el experimento 4 se evalu6 la capacidad de los modelos para diferenciar entre subtipos
de cancer de mama (Luminal A y TNBC). Los modelos Medium Gaussian SVM'y Weighted k-NN
mostraron una alta sensibilidad en la deteccion de TNBC, incluso superando al modelo estadistico
del estudio [5]. Estos resultados reflejan el valor clinico de los modelos de ML para identificar

subtipos mas agresivos de forma eficaz.

Los resultados de los experimentos apoyan la viabilidad de los modelos de aprendizaje
automatico propuestos, que demuestran una capacidad predictiva s6lida, buena estabilidad y un buen
equilibrio entre precision e interpretabilidad en el contexto de la deteccion de metéstasis ganglionar

y la clasificacion de subtipos de cancer.
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6.2. Lineas futuras

Tras lograr el objetivo de aplicar ML a la base de datos, como forma de continuar con esta
linea de investigacion se proponen una serie de cambios para obtener resultados mas precisos y
fiables. Estos cambios estdn basados en los diferentes problemas que se han encontrado durante la
realizacion del TFM y que, tras ver otros estudios en la literatura cientifica, se podrian mejorar los

resultados de este estudio considerando las siguientes sugerencias:

e Incorporar un mayor numero de pacientes y nuevas variables clinicas, moleculares o
de imagen para fortalecer la robustez y la generalizacion de los modelos.

e Explorar el uso de imagenes hiperespectrales junto con datos clinicos, lo que podria
enriquecer la capacidad predictiva de los modelos.

e Evaluar el rendimiento de modelos mas complejos, como redes neuronales
profundas, técnicas de ensamblado avanzadas o algoritmos hibridos.

e Validar los modelos desarrollados utilizando otras bases de datos de cancer de mama.

Por otro lado, el avance del aprendizaje automatizado esta cambiando diversas disciplinas,
pero su progreso enfrenta retos técnicos, €ticos y practicos que deben ser superados para aprovechar
al méximo su potencial. A la vez, surgen oportunidades innovadoras que tienen el potencial de
revolucionar areas como la medicina, la sostenibilidad ambiental y la exploracion cientifica. Resulta
clave el entender el futuro del ML y su importancia en aplicaciones como el analisis de datos

oncologicos.

La creciente generacion de datos, como imagenes médicas y secuenciacion genomica,
demanda algoritmos e infraestructuras que puedan procesar informacién de manera rapida y en
grandes volumenes. La escalabilidad no solo se refiere a optimizar los recursos computacionales,
como el uso de GPUs/TPUs (Graphics Processing Unit/Tensor Processing Unit) o la computacion
en lanube [161], sino también a disminuir la huella energética asociada al entrenamiento de modelos
complejos [162]. En el ambito médico, esto es fundamental para integrar datos diversos, como

historiales clinicos y biomarcadores, en tiempo real.

Asimismo, el incremento de modelos de ML presenta desafios en la trazabilidad y
reutilizacion del conocimiento [163]. Por ejemplo, en proyectos de investigaciéon oncologica, es
crucial documentar la evolucion de los modelos predictivos, incluyendo hiperpardmetros y métricas

de rendimiento, para evitar redundancias y asegurar la reproducibilidad. Herramientas como
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MLflow o DVC (Data Version Control) [164] se presentan como soluciones, aunque su adopcion

requiere una estandarizacion dentro de la comunidad cientifica.

Por otro lado, los modelos de ML utilizados en entornos clinicos se enfrentan al concepto de
"concept drift" [165], que se refiere a cambios en la distribucion de datos debido a mutaciones
tumorales o actualizaciones en los protocolos diagnosticos. Para la adaptacion a estos cambios
dinamicos en los datos, se puede usar la técnica de meta-aprendizaje [166] que permite ajustar los
modelos sin necesidad de reentrenarlos desde cero, con la finalidad de que se disefien modelos que

capturen la complejidad necesaria sin caer en sobreajuste.

El aprendizaje automatizado permite combinar diferentes datos multiémicos'? y clinicos
para crear terapias personalizadas segiin perfiles individuales. Por ejemplo, los modelos de DL
pueden anticipar la respuesta a inmunoterapias en cancer al analizar patrones en biopsias
digitalizadas. Ademads, la deteccion temprana mediante algoritmos de vision por computadora

(como en mamografias) ayuda a reducir los falsos negativos y mejora la atencion preventiva.

Asimismo, el cambio climatico puede ser mitigado gracias al aprendizaje automatico, ya que
este puede optimizar sistemas de energia renovable (por ejemplo, predecir la demanda eléctrica
usando redes neuronales recurrentes) y modelar escenarios climaticos mediante simulaciones
basadas en datos. En el ambito de la salud publica, esto se traduce en la capacidad de predecir brotes

de enfermedades relacionadas con factores ambientales, como el cancer de piel y radiacion UV.

Por otro lado, los algoritmos de ML estdn mejorando la autonomia de robots en entornos
hostiles, como en misiones para recolectar muestras en asteroides [167] [168]. Esta analogia resulta
util para desarrollar sistemas de diagndstico remoto en 4reas con pocos recursos. Ademas, las
técnicas de procesamiento de sefiales aplicadas en telescopios espaciales [169] podrian inspirar
métodos innovadores para analizar datos biomédicos, como la deteccion de microtumores en

resonancias magnéticas.

12 Datos multiomicos [174]: integran informacion de gendmica, transcriptomica, protedémica, metabolomica e
interactomica, generada con tecnologias de alto rendimiento. Permiten estudiar sistemas bioldgicos mediante analisis

computacional, revelando relaciones moleculares para aplicaciones en biomedicina y medicina personalizada.
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Anexo 1. Recodificacion de las variables y codificaicon de Strings

En la Tabla 17 se puede ver la recodificacion que se hizo con Matlab de las variables de la

base de datos.

Tabla 17. Recodificacion de las variables de la BBDD.

VARIABLES ORIGINALES VARIABLES RECODIFICADAS
Caracteristicas principales de la persona
cas caso
edat edad
stamenopa menopausia
Caracteristicas principales del tumor
diamtumor diametro tumor
grau grado
invavasc invasion_vascular
invaperin invasion_perineural
nodalstatus ganglios metastasis
n_ganglis ganglios_numero
gangmeta ganglios numero_metastasis
tracneoad tratamiento _neoadyuvante
Atendiendo a las proteinas y al subtipo molecular del cancer
re re
p p
her2 her2
ki67 ki67
luminal luminal

Atendiendo al seguimiento clinico en un periodo en meses censurado a 120 meses de seguimiento

0s120 supervivencia 120 meses

statusdfs120 recaido 120 meses

dfs120 periodo recaida 120 meses

statuspesur fallecido cancer 120 meses

statusos120 fallecido 120 meses
Atendiendo a la concentracion intratumoral

cd4intra_m cddintra_m

cd8intra_m cd8intra_m

cd57intra_m
foxp3intra_ m_bis
cd2lintra m
cd68intra_m
cdlaintra m
cd123intra_m
s100intra_m
lamp3intra m
cd83intra_m

cd57intra_m

foxp3intra_ m_bis
cd2lintra m

cd68intra_m

cdlaintra m

cd123intra_m

s100intra_m

lamp3intra m

cd83intra_m
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Tabla 17. (continuacion)

Atendiendo a la concentracién en el ganglio linfitico negativo (GN) sin afectacion por metastasis

cd4gn m
cd8gn m
cd57gn_ m
foxp3gn_m_bis
cd21gn m
cd68gn m
cdlagn m
cd123gn_m
s100gn m
lamp3gn m
cd83gn m

cd4gn m
cd8gn m
cd57gn_ m
foxp3gn_m_bis
cd21gn m
cd68gn m
cdlagn m
cd123gn_m
s100gn m
lamp3gn m
cd83gn m

En la Tabla 18 se recogen los valores que adquieren los String y las variables que tienen esos

codigos.

Tabla 18. Valores que adquieren los Strings.

STRING VALOR VARIABLE ASOCIADA
Cédigos dicotémicos
Si 0 invasion_vascular;
invasion_perineural;
tratamiento_neoadyuvante;
No 1 fallecido _cancer 120 meses;
fallecido_120_meses;
recaido 120 _meses

Positivo 0 )
Negativo 1 e 1p
Amplificado 0
No amplificado 1 her2
Pre menopausia 0 menopausia
Post menopausia sin THS 1
Con metastasis 0 . .

. , . ganglios metastasis
Sin metastasis 1

Otros tipos de cédigos

Bajo 0
Medio 1 ki67
Alto 2
Luminal A 0
Luminal B 1 luminal
Triple negativo (TNBC) 2
HER?2 enriquecido 3
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Anexo 2. Etapa de preprocesamiento

Extracto del Codigo 3 que se ha usado en la etapa de preprocesamiento de los registros de

pacientes de la BBDD.

A W N B

O 00 N o wu

11
12
13
14
15
16
17
18
19
20
21
22
23
24
25
26
27
28
29

0, 0,
0/0/0/0/0/0. 0/0/0. . .

9

%676767676767667676%6% Coédigo de preprocesamiento de BBDD_BREAST_CANCER %66%6%6%6%696%6%6%6%6%6
9676%6676%6%6.767606 9676766 9676676 676666 9676766967666 67666 6767666766166 7676766 67666 6.6 %67606%6767606%6.67606 9676767696666 9676666767676

datos=readtable("2025 bbdd_breastCancer_inicial.xlsx","TextType","string","TreatAsMissin
g",[".","NA"]);

% Se obtiene las etiquetas de las columnas y se asigna las nuevas etiquetas
etiquetasColumnas = lower(datos.Properties.VariableNames);
datos.Properties.VariableNames = etiquetasColumnas;

% Se renombran las variables (mapeo de los nombres originales con los nuevos)
mapeoNombres = containers.Map;

mapeoNombres('cas') = 'caso';

% Se obtiene las etiquetas de las columnas
etiquetasColumnas = datos.Properties.VariableNames;
% Se generan nuevos nombres para las variables segin el mapeo
nuevasEtiquetasColumnas = cell(size(etiquetasColumnas));
for 1 = 1:1length(etiquetasColumnas)
nombreOriginal = etiquetasColumnas{i};
if isKey(mapeoNombres, nombreOriginal)
nuevaskEtiquetasColumnas{i} = mapeoNombres(nombreOriginal);
else
% Se mantiene el nombre original si no se encuentra en el mapeo
nuevaskEtiquetasColumnas{i} = nombreOriginal;
end
end
% Se renombra las variables (columnas) en la tabla 'datos' segun el mapeo
datos = renamevars(datos, etiquetasColumnas, nuevasEtiquetasColumnas);

«

% Se guarda los datos en un nuevo archivo “.x1lsx” con las variables renombradas
nombreArchivo_1 = ' 1_RENAME.x1lsx';

writetable(datos, nombreArchivo 1);

Cédigo 3. Mapeo de las variables

Por otro lado, se hace una recodificacion de variables categdricas y conversion numérica ya

que existen muchas variables que pueden estar representadas como cadenas (por ejemplo,

"Si"/"No") es por lo que se convierten todos los valores a numéricos. Por ejemplo, en el Codigo 4
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se puede ver como en el caso de la variable inva_vascular, se sustituye "Si" por 0 y "No" por 1, y
se cambia a tipo numérico. Ademads, en el Anexo puede ver la Tabla 18 en donde se tiene los valores

que adquieren los codigos Strings.

30 % Se convierten todas las variables a numérico

31 datos.ganglios_metastasis = replace(datos.ganglios_metastasis, 'Con metastasis', '0");

32 datos.ganglios_metastasis = replace(datos.ganglios_metastasis, 'Sin metastasis', '1");

33 datos.ganglios_metastasis = str2double(datos.ganglios_metastasis);

34 writetable(datos, ' 2_RENAME_181REG.x1lsx");

Cédigo 4. Ejemplo de conversion de variable.

Ahora se imputan los valores ausentes en los 181 registros de los pacientes (Codigo 5), en
donde para las variables categodricas (dicotomica o multiclase) se calcula la moda ya que con esta
técnica se mantiene la distribucion de clases original. Y para el caso de las variables numérica se
utiliza el método de imputacion de k-NN (1-vecino mas cercano) debido a que preserva patrones

multivariantes, es decir, las relaciones que se dan entre varias variables al mismo tiempo.

35 %% Imputacion de valores ausentes de las variables categoéricas y numéricas

36 datos_recode=readtable("2_RENAME_181REG.x1lsx","TextType","string","TreatAsMissing",[".",
IINAII])

37 % Se definen las variables categéricas dicotdmicas

38 dicot_vars = {'invasion_vascular', 'invasion_perineural', 'tratamiento_neoadyuvante’,
39 'fallecido_cancer_120 meses','fallecido_ 120 meses', 'recaido_120 meses',
40 ... 're','rp', "her2', 'menopausia’, 'ganglios _metastasis'};

41 % Se definen las variables categéricas multiclase

42 multiclase vars = {'ki67"', "luminal'};

43 all vars = datos_recode_rename.Properties.VariableNames; % Todas las variables

44 % Variables numéricas = todas excepto las categdricas

45 cat_vars = [dicot_vars, multiclase_vars];

46 num_vars = setdiff(all_vars, cat_vars);

47 % Se imputa las variables categdéricas con moda

48 for i = 1:length(cat_vars)

49 var = cat_vars{i};

50 % Se convierte a numérico si esta como texto o categodrica

51 if iscell(datos_recode_rename.(var)) || iscategorical(datos_recode_rename. (var))
52 datos_recode_rename. (var) = categorical(datos_recode_rename.(var));

53 datos_recode rename.(var) = double(datos_recode_rename.(var));

54 End

55 % Se elimina NaNs/. Y se calcula la moda manualmente

56 valores = datos_recode_rename. (var);
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57
58
59
60
61
62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82

83

valores_sin _nan = valores(~isnan(valores));
moda_val = mode(valores_sin_nan);
datos_recode_rename. (var) = fillmissing(valores, 'constant', moda_val);
End
% Se imputan las variables numéricas con k-NN
X = table2array(datos_recode_rename(:, num_vars)); % Se convertir tabla a matriz
completas = all(~isnan(X), 2); % Se busca las filas completas
% Indices de filas completas
idx_completas = find(completas);
% Para cada fila con valores perdidos
for i = 1:size(X,1)
if ~completas(i)
nan_idx = isnan(X(i,:));
no_nan_idx = ~nan_idx;
% Solo se compara donde hay datos disponibles
X_ref = X(completas, no_nan_idx);
x_i = X(i, no_nan_idx);
% Se calcula las distancias euclidianas
dist = sqrt(sum((X_ref - x_i).”2, 2));
[~, vecino_idx] = min(dist); % Vecino mds cercano
fila vecina = idx_completas(vecino_idx);
X(i, nan_idx) = X(fila_vecina, nan_idx); % Se imputa
End
End
datos_recode_rename(:, num_vars) = array2table(X, 'VariableNames', num_vars);
writetable(datos_recode_rename, '3 datos_imputados_knn_moda.xlsx");

disp('Imputacidén completada y archivo guardado como "3 datos_imputados_knn_moda.xlsx"');

Cédigo 5. Imputacion de los datos ausentes.

Finalmente, los datos imputados se reintegran a la tabla original y se exportan como un nuevo

archivo de Excel “3 datos imputados knn moda.xlsx” para poder usarlo posteriormente en el

procesamiento de los datos para los diferentes experimentos.

Con el fin de asegurar que los datos sean fiables y coherentes después de haber imputados

los valores ausentes, se llevo a cabo un control grafico de calidad. Este control permite evaluar de

manera visual y cuantitativa el impacto del preprocesamiento que se aplico.

En primer lugar, se tiene el mapa de calor de la Figura 73 en el que muestra los valores

faltantes antes de la imputacion. Esto ayuda a identificar como se distribuian y concentraban los

datos ausentes por variable y paciente. En esta Figura 73 cada columna representa una variable y
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cada fila un paciente, donde las celdas negras indican los valores que faltan. La visualizacion
muestra que, aunque algunas variables especificas tenian una cantidad moderada de datos ausentes,
la mayoria de las variables presentaban una estructura de datos bastante completa, sin patrones de

ausencia evidentes ni sesgos relacionados con subgrupos especificos.

En segundo lugar, se elaboraron dos figuras (Figura 74 y Figura 75) de barras en las que se
puede ver el numero de imputaciones realizadas por tipo de variable (numérica y categdrica
respectivamente). En la Figura 74 se puede ver que algunas variables clinicas, como la
supervivencia 120 meses, asi como varios marcadores inmunologicos (como del23gn m y

s100intra_m, entre otros), mostraron un nimero mas alto de valores ausentes.

Por otro lado, en la Figura 75 se puede observar que las variables menopausia,

invansion_vascular e invasion_perineural concentran la mayoria de los casos imputados.

I
I
I
I
I
I
I
HINN
I
I

Figura 73. Mapa de calor de valores faltantes (antes de la imputaciéon). En donde el eje Y pacientes y eje X variables.
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Figura 75. Valores imputados por variable categérica

El andlisis de las figuras anteriores demuestra que las estrategias de imputacion utilizadas
(la moda para las variables categdricas y k-NN (1-vecino mds cercano) para las variables numéricas)

se aplicaron a un conjunto de datos, en su mayoria, tenian pocos datos faltantes. Por tanto, la
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imputacion de los valores se ha hecho de una manera coherente, recuperando informacion ausente

sin alterar las distribuciones originales.

Cabe destacar que las wvariables “caso”, didmetro tumor, ganglios numero,
ganglios numero metastasis, grado, re, rp y ganglios_metastasis no tenian valores ausentes y es por

esta razon por lo que no aparecen en las figuras anteriores (Figura 74 y Figura 75).

Con estos pasos se hace la transformacion de los datos y su preparacion para para las etapas
siguientes. Estas tareas incluyen verificar la integridad del conjunto, detectar valores atipicos,
normalizar variables numéricas, imputacion de valores ausentes y preparar las etiquetas de clase
para su posterior recodificacion. De esta forma, el conjunto de datos final esta limpio (datos fiables

y bien estructurados) y preparado para las etapas de entrenamiento y validacion.
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